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Resumen

Gran parte de nuestra sociedad da mucha importancia al aspecto fisico. Tener un aspecto
fisico bonito, o ideal, no tiene por qué ser sinénimo de padecer una buena salud. Hay personas
que pueden poseer un cuerpo delgado, fuerte y con una buena definicion muscular, pero no
mantener una vida muy saludable debido al uso de sustancias que no son precisamente sanas.
En la busqueda de un aspecto fisico delgado, muchos piensan que también encontraran la
felicidad y, sin embargo, en muchas ocasiones esto no es asi. La presiéon que imponen los
canones de belleza extendidos en la sociedad han provocado que gran parte de la sociedad
padezca enfermedades mentales relacionados con la alimentaciéon y mas conocidos como
trastornos de conducta alimentaria (TCA). Algunos ejemplos son la anorexia, la bulimia, la
bulimarexia, trastornos por atracon, etc.

Los medios sociales y, mas concretamente, las redes sociales, son herramientas tecnolo-
gicas que cada vez tienen un mayor nimero de usuarios y mediante los cuales es sencillo
difundir y divulgar informacion entre la sociedad de forma réapida. A pesar de las bondades
de las redes sociales, cuando una persona padece un TCA, pueden fomentar o provocar un
empeoramiento en la propia enfermedad del paciente. Twitter es una de las redes sociales
més utilizadas en el ambito de la recopilacion de datos para su posterior estudio y, en el
ambito de la salud, es la herramienta mas utilizada en el &mbito de la investigacion en lo
que a redes sociales se refiere. Son muchos los estudios que estan centrdndose en obtener
tuits y generar modelos capaces de clasificar textos o analizar el sentimiento en distintas
tematica sanitarias.

Por todo lo anteriormente expuesto, en esta investigacion se ha propuesto aplicar dis-
tintas técnicas de mineria de datos recopilando distintos tuits relacionados con TCA. Pos-
teriormente, se han aplicado técnicas de mineria de textos y procesamiento de lenguaje
natural que han permitido generar modelos predictivos haciendo uso de distintas técnicas
de aprendizaje automaético supervisado como bosques aleatorios, redes neuronales recurren-
tes e incluso modelos conocidos como Bidirectional Long Short-Term Memory (Bi-LSTM).
Tras la aplicaciéon de estos modelos, se ha puesto en valor la exactitud obtenida de los dife-
rentes modelos de clasificacion para clasificar tuits relacionados con TCA dentro de cuatro
categorias diferentes que pueden ser de interés para la comunidad cientifica: (i) mensajes
escritos por personas que padecen, o no, TCA, (ii) mensajes que fomentan, o no, el padecer
un TCA, (iii) mensajes de caracter informativo, o de opiniéon y (iv) mensajes de caracter
cientifico, o no.
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BERT.



Abstract

Much of our society attaches great importance to physical appearance. Having a beauti-
ful, or ideal, physical appearance is not necessarily synonymous with good health. There are
people who may have a slim, strong body with good muscle definition, but do not maintain
a very healthy lifestyle due to the use of substances that are not exactly healthy. In the
pursuit of a slim physique, many think that they will also find happiness, and yet this is
often not the case. The pressure imposed by the canons of beauty prevalent in society has
led to a large part of society suffering from mental illnesses related to eating, better known
as eating disorders (ED). Some examples are anorexia, bulimia, bulimarexia, binge eating
disorders, etc.

Social media and, more specifically, social networks, are technological tools that have
an increasing number of users and through which it is easy to disseminate and spread
information among society quickly. Despite the benefits of social networks, when a person
suffers from an ED, they can promote or provoke a worsening of the patient’s own illness.
Twitter is one of the most widely used social networks in the field of data collection for
subsequent study and, in the field of health, it is the most widely used tool in the field of
research as far as social networks are concerned. Many studies are focusing on obtaining
tweets and generating models capable of classifying texts or analysing sentiment in different
health topics.

For all of the above reasons, this research has proposed to apply different data mining
techniques by collecting different tweets related to ATT. Subsequently, text mining and
natural language processing techniques have been applied to generate predictive models
using different supervised machine learning techniques such as random forests, recurrent
neural networks and even models known as Bidirectional Long Short-Term Memory (Bi-
LSTM). After the application of these models, the accuracy obtained from the different
classification models has been assessed to classify ATT-related tweets into four different
categories that may be of interest to the scientific community: (i) messages written by
people with or without ED, (ii) messages that do or do not encourage ED, (iii) messages
of an informative or opinionated nature, and (iv) messages of a scientific or non-scientific
nature.
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Capitulo 1

Introduccion

Este capitulo se divide principalmente en tres subsecciones: antecedentes y contexto,
objetivos generales y especificos y estructura de la memoria. En cada uno de ellos se detallara

toda la informacion relacionada con la introduccion de este trabajo de investigacion.

1.1. Antecedentes y contexto

Una gran parte de la sociedad actual da una gran importancia al aspecto fisico. Este
hecho provoca que muchas personas dediquen bastante tiempo y esfuerzo en mejorar su
apariencia, especialmente las mujeres (Harris & Carr, 2001; Senin-Calderén et al. 2020).
Algunos de los mensajes enviados por revistas y medios de comunicacion suelen incluir ideas
que inducen a comprar productos relacionados con la estética y la belleza entre los que se
incluyen ropa (siguiendo ciertas modas), cremas antiarrugas, y, sobre todo, productos que
ayuden a adelgazar o perder peso indicando que una persona delgada sera mas feliz (Lou &
Tse, 2020). Un ejemplo del arraigo tan fuerte que existe a este binomio de delgadez y felicidad
son los debates continuos que han surgido y surgen en la actualidad acerca de las personas
que trabajan como modelo para distintas campanas publicitarias. En contraposicion, ha
surgido un grupo de poblacién que parece fomentar las modelos curvy (Izquierdo et al.
2019; Urdapilleta et al. 2019).

El exceso de peso durante la infancia y la adolescencia sigue siendo uno de los problemas

més importantes de la salud mundial, a pesar de que surgié como una preocupacion hace



varias décadas (Lobstein et al. 2004; Lobstein et al. 2015). Algunas estimaciones actuales
sugieren que, aproximadamente, 40 millones de ninos menores de 5 anos y mas de 330
millones de ninos y adolescentes de 5 a 19 anos tenian sobrepeso o eran obesos en 2016
(“Home - Global Nutrition Report”, s.f.). Segin la Organizaciéon Mundial de la Salud (OMS)
en 2016, méas de 1.900 millones de adultos de 18 anos tenian sobrepeso, lo que representa un
39% de la poblacion adulta mundial. De ellos, méas de 650 millones de adultos, un 15% de
la poblacién eran obesos. La prevalencia mundial de la obesidad casi se triplico entre 1975
y 2016 (World Health Organization, 2020).

Atendiendo a esta informacion, es posible destacar que gran parte de la poblacion se
beneficiaria de comer mejor y de realizar una mayor actividad fisica para mejorar la salud y la
forma fisica. El simple hecho de observar lo que comemos y ser conscientes de los ingredientes
de un producto o su composiciéon nutricional, no es un trastorno de conducta alimentaria
(TCA). Los TCA son enfermedades potencialmente mortales que son simultaneamente de
naturaleza psicologica y fisica (Griffen et al. 2018). Se caracterizan por una serie de conductas
alimentarias anormales y perjudiciales que van acompanadas y motivadas por creencias,
percepciones y expectativas poco saludables en relacion con la alimentacion, el peso y la
forma corporal (Griffen et al. 2018; Hoek, 2016). Como caracterizacion general, los individuos
con TCA tienden a tener dificultades para aceptar y sentirse bien consigo mismos. Tienden
a pensar que son “gordos” y “feos” debido al tamano y la forma de su cuerpo, incluso
cuando esta autocritica es objetivamente inexacta y falsa. Al identificarse y definirse segin
su “gordura’ percibida, las personas con trastornos alimentarios tienden a concluir que son
inaceptables e indeseables y, como resultado, se sienten bastante inseguras e inadecuadas,
especialmente en relaciéon con sus cuerpos. Para ellos, controlar sus conductas alimenticias
es el camino logico en su busqueda de la delgadez (Griffen et al. 2018; Hoek, 2016).

Ademés, a pesar de la complejidad de integrar todos los datos de prevalencia de los
TCA, los estudios mas recientes confirman que los TCA tienen una alta prevalencia en

todo el mundo, especialmente en las mujeres. Ademas, la media ponderada de la prevalencia



puntual de TCA aument6 durante el periodo de estudio del 3,5 % para el periodo 2000-2006
al 7,8 % para el periodo 2013-2018. Esto pone de manifiesto un verdadero reto para la salud
publica y los proveedores de servicios de salud (Galmiche et al. 2019).

Desde hace anos, con la aparicion de las redes sociales digitales como Twitter, Facebook
e Instagram, entre otras, los medios de comunicacion social se utilizan también como un
instrumento de investigacion para analizar debates publicos sobre temas muy diversos (Ac-
kland, 2009; Carceller-Maicas, 2016; Lopez-Castroman et al. 2020; Timmins et al. 2018).
Gracias a ellos y a la aparicion de las estrategias de gestion y procesamiento de datos
mediante técnicas de inteligencia artificial (IA) como, por ejemplo, la mineria de textos,
el aprendizaje automatico o las técnicas de deep learning, estos medios pueden ayudar a
analizar cuestiones de atenciéon de la salud, como la obesidad, los trastornos de conducta
alimentaria y derivados, desde la perspectiva del paciente (Bauer & Lizotte, 2021; Fiumara.
et al. 2018; Musacchio et al. 2020). Estas investigaciones son posibles gracias a que las redes
sociales promueven una cultura participativa que fomenta la creaciéon de comunidades en las
que se comparte informaciéon. Esto permite que puedan utilizarse de forma eficaz con fines
cientificos. Ademas, estos medios sociales cada vez son méas populares, aumentando asi su
utilidad como fuentes para la investigacion en materias de salud (Arigo et al. 2018).

Segun diferentes estudios, es posible asegurar que los medios de comunicacion social son,
actualmente, una de las fuentes de datos que pueden ayudar a la investigacion en el &mbito
de la salud. Las investigaciones en salud que hacen uso de datos procedentes de medios
sociales estan en continuo crecimiento y se dividen principalmente en dos dominios: recopi-
lacion y prediccion en tiempo real de enfermedades y recopilacion de datos generados por
usuarios y pacientes en los medios sociales. Gracias a los medios sociales es posible realizar
estudios de observacion que pueden ser utilizados para investigar acerca de la informacion
que comparten los usuarios sobre un tema particular. Entre las principales plataformas de
medios sociales existentes y que son utilizadas para la investigacion de la salud, las mas

destacadas son: Twitter, Instagram, Youtube, Facebook, Reddit y otro blogs y foros intere-



santes (Timmins et al. 2018). Debido a su versatilidad y a la facilidad de recopilacion y
procesamiento de los datos que se obtienen, Twitter es la herramienta mas utilizada pa-
ra investigaciones relacionadas con la salud (Timmins et al. 2018). Los temas relacionados
con la salud més investigados son aquellos relacionados con la organizacion de la asistencia
sanitaria, la medicina del comportamiento, la psiquiatria, la neurologia, las enfermedades
infecciosas y la oncologia (Sinnenberg et al. 2017).

Profundizando en los estudios que se han realizado sobre datos obtenidos de los medios
sociales y los TCA, es posible encontrar investigaciones relacionadas con la deteccion de
personas a favor y en contra de algunos TCA (Fettach & Benhiba, 2019; Lewis & Arbuthnott,
2012; Oksanen et al. 2015), deteccion de tuits informativos y no informativos (Viguria et
al. 2020; Zhou et al. 2020), e incluso la deteccion de comunidades de personas con TCA
(Fettach & Benhiba, 2019; Wang et al. 2018).

Sin embargo, no se han encontrado estudios que hagan uso del conjunto de datos para
crear clasificadores que detecten (i) tuits que han sido escritos por personas que padecen o
han padecido TCA, (ii) tuits que fomentan el padecer un TCA, (iii) tuits informativos o no
informativos y, dentro de los tuits informativos, (iv) cuéles son aquellos que hacen uso de

informacion de caracter cientifico y cuéles no.

1.2. Objetivos generales y especificos
Esta investigacion surge de las siguientes cuestiones de investigacion:

» Pregunta 1: ;Es posible conseguir modelos de aprendizaje automéatico o aprendizaje
profundo capaces de clasificar de forma precisa tuits sobre TCA en las cuatro categorias

mencionadas en este trabajo?

= Pregunta 2: ;Qué modelos de aprendizaje automético o aprendizaje profundo obtie-

nen unos mejores resultados ante la problematica propuesta en esta investigacion?

Los objetivos generales de este trabajo atienden a todas las competencias basicas, gene-
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rales, transversales y especificas del Master Universitario en Ingenieria y Ciencia de Datos.

Estos objetivos son los expuestos a continuacion:

= Objetivo 1: Aplicar técnicas de mineria de datos que permitan generar un conjunto

de datos para su posterior etiquetado y preprocesamiento.

= Objetivo 2: Generar modelos de aprendizaje automético y aprendizaje profundo

capaces de clasificar textos sobre TCA con un alto grado de exactitud.

= Objetivo 3: Comparar entre los diferentes modelos cuél es el que mejores resultados

ofrece en base a las categorias que se pretenden clasificar o predecir.

Atendiendo a una descripciéon méas detallada de estos objetivos generales es posible des-

tacar los siguientes objetivos especificos:

= Objetivo especifico 1: Recopilar informacion de la red social Twitter aplicando

distintas técnicas de mineria de datos como, por ejemplo, web scraping.

= Objetivo especifico 2: Aplicar técnicas de preprocesamiento de datos sobre los tuits

recopilados que permitan su uso con diferentes técnicas de inteligencia artificial.

= Objetivo especifico 3: Conseguir crear un subconjunto de tuits etiquetados en di-
ferentes categorias que luego permitan entrenar distintos modelos de aprendizaje au-
toméatico y aprendizaje profundo. Este subconjunto dispondra de cuatro columnas
binarias (si/no) en base a si los tuits (i) han sido escritos por alguien que padece o ha
padecido un TCA, (ii) promueven el padecer TCA, (iii) son de caracter informativo o

(iv) son de carécter cientifico.

= Objetivo especifico 4: Aplicar distintas técnicas de procesamiento de lenguaje na-
tural (PLN) que den lugar a modelos predictivos eficientes dentro de las categorias

clasificadas previamente.



= Objetivo especifico 5: Comparar y mejorar los resultados de los modelos predictivos

en base a los resultados obtenidos.

Los objetivos descritos convierten este trabajo de fin de méster en un trabajo de investi-
gacion integral de ingenieria aplicada al campo de la ciencia de datos en el que se sintetizan
las competencias adquiridas en las ensenanzas. Ademas, involucran la coordinacién entre los
conocimientos, habilidades y destrezas que se han adquirido a lo largo de la formacion en

este Master.

1.3. Estructura de esta memoria

La memoria se estructura de la siguiente forma:

» Capitulo 1: Introduccién: Se trata del presente capitulo en el que se explican los
antecedentes y el contexto del trabajo de investigacion realizado, asi como los objetivos

esperados y la estructura de la memoria.

» Capitulo 2: Estado del arte: Se profundiza mas en los diferentes estudios relacio-
nados con los medios sociales, la informatica sanitaria y los métodos de clasificacion

aplicados a problemas de salud.

» Capitulo 3: Material y métodos: Se expone la estructura del trabajo desarrolla-
do exponiendo un resumen del flujo de trabajo realizado, la recopilacion de tuits, el
preprocesamiento de los datos y los modelos de clasificacion aplicados al problema de

estudio.

= Capitulo 4: Experimentos y resultados: Se detallan los aspectos metodologicos
aplicados al problema de estudio indicando los resultados obtenidos en la recopilacion
y preprocesamiento de datos, la implementacion de los modelos de clasificacion asi

como los resultados obtenidos con cada modelo en el conjunto de datos de estudio.



s Capitulo 5: Discusion y conclusiones: Se comentan los resultados obtenidos in-
dicando las respuestas a las preguntas de investigacion que fueron formuladas en el
capitulo de introduccién, asi como la implicaciéon de estos resultados, las limitaciones

de investigacion y las posibles lineas de investigacion futuras.

» Capitulo 6: Planificacién y estimacién de costes: Se describe la planificacion

temporal de este trabajo junto con una estimacion de los costes monetarios del mismo..

s Capitulo 7: Aportaciones cientificas: Se detallan las aportaciones cientificas que

han surgido de esta investigacion en forma de comunicaciéon de congreso.



Capitulo 2

Estado del arte

Siguiendo los objetivos definidos en el capitulo 1, este capitulo expone los estudios més
relevantes para la investigacion propuesta. En primer lugar, se definen las redes sociales y
se describen sus principales plataformas. A continuacion, se analiza como se pueden utilizar
los medios sociales con fines informaticos en el Ambito de la salud. Posteriormente, se des-
cribe el aprendizaje automéatico y se presentan los métodos de clasificacion que se utilizan
habitualmente en la investigacion sanitaria. Tras este apartado, se resume como las redes
sociales pueden ayudar en las investigaciones relacionadas con las TCA. Y, finalmente, se
ofrece una sintesis de la literatura y se expone de forma razonada una justificacion de la

investigacion realizada en este trabajo.

2.1. Medios sociales: definicién y principales plataformas

La definicion de medios de comunicaciéon social o medios sociales no es trivial y, ade-
mas, se convierten en una tarea compleja debido, entre otros motivos, a la rapida expansion
tecnologica y a las diversas formas de comunicacion existentes. Algunos investigadores coin-
ciden en que los medios sociales comparten una serie de elementos comunes (Boyd & Ellison,
2007; Obar & Wildman, 2015; Sohota, 2020). En primer lugar, los medios sociales presentan
unas aplicaciones basadas en la Web 2.0 de Internet que fomentan la participacion de los
usuarios. En segundo lugar, el contenido generado por el usuario es un componente esencial

de todos los medios sociales. En tercer lugar, los individuos deben crear perfiles especificos



que son mantenidos por las plataformas de medios sociales. Por ultimo, los usuarios pueden
conectarse con otros individuos o con sus grupos en funcién de sus preferencias y de la
informacion de su perfil. Los medios sociales presentan, pues, una tecnologia interactiva en
linea con contenidos generados por los usuarios. La caracteristica mas importante es que los
medios sociales pueden estimular una cultura participativa a gran escala y pueden diferir en
funcionalidad y alcance.

Las caracteristicas descritas anteriormente han convertido a los medios sociales en un
fenémeno tanto social como empresarial (Obar & Wildman, 2015) con mas de dos mil
quinientos millones de usuarios en todo el mundo (Statista, 2021). La posibilidad de crear
una red en torno a intereses especificos ha facilitado el desarrollo de diferentes comunidades
y ha dado lugar a la aparicion de diversas plataformas de medios sociales (Vaganov et al.
2020). La figura 2.1 ofrece una visién general de las plataformas de medios sociales mas
populares clasificadas por el nimero de usuarios en millones. Atendiendo a la literatura
cientifica y a las estadisticas actuales, es posible decir que que las plataformas de medios
sociales actuales incluyen comunidades de interés, como las que se basan en un tipo especifico
de contenido, y aplicaciones de comunicacion entre plataformas, como las aplicaciones de

mensajeria WhatsApp, Facebook y WeChat.



Most popular social networks worldwide as of January 2021, ranked by number of

Facebook

YouTube

WhatsApp

Facebook Messenger®

Instagram

Weixin / WeChat

TikTok

QQ

Douyin

Sina Weibo

Telegram

Snapchat

Kuaishou

Pinterest

R eddit*

active users (in millions)

2 000
1300
1221
1213
689
617
600
511
500
498
481
442

430

Twitter 353

Quora”* 300

Sources

We Are Sacial; Various sources (Company data);
Hootsuite; DataReportal

© Statista 2021

MNumber of active users in millions

Additional Information:

Worldwide; Various sources (Company data); DataReportal; January, 2021; social networks and messenger/chat app/voip

not include Douyin

2291

2740

Figura 2.1: Plataformas de medios sociales mds populares en todo el mundo en enero de
2021, clasificadas por nimero de usuarios activos (en millones) en (Statista, 2021)
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En enero de 2021, la red social més popular es Facebook con 2.740 millones de usuarios en
todo el mundo y le sigue YouTube con 2.291 millones (Statista, 2021). Twitter tiene solo 353
millones de usuarios (Statista, 2021). Sin embargo, junto con Facebook, estas plataformas
son reconocidas como los medios sociales més destacados que emplean caracteristicas de la
Web 2.0 o de participacion social en sus servicios (Martinez-Rojas et al. 2018). De este modo,
fomentan la interaccion entre los usuarios a través de los contenidos generados por ellos
mismos. En consecuencia, con un niimero considerable de usuarios y contenidos compartidos,
los medios sociales presentan fuente de informaciéon muy valiosa para la investigacion.

Sin embargo, los estudios sobre los medios sociales deben tratarse con precaucion, espe-
cialmente en lo que respecta a la generalizacion de los resultados. Hay que tener en cuenta
que, al estar construidas en torno a intereses especificos, las plataformas de medios sociales
tienden a atraer a usuarios con diferentes caracteristicas sociales y demograficas (Zarrinka-
lam et al. 2020). La consideracion mas importante es que los usuarios de las redes sociales
de una determinada plataforma no representan necesariamente a toda la poblacién. Por
ejemplo, una investigacion de (Blank, 2017) determin6 que los usuarios de Twitter proce-
dentes de Reino Unido suelen caracterizarse por ser “mas jovenes, mas ricos y mas educados”
en comparacion con otros usuarios de Internet de Reino Unido. Coincide también que los
usuarios de Twitter estadounidenses también son més jévenes y mas ricos, aunque no mejor
educados. No obstante, estas apreciaciones o resultados encontrados en dicha investigacion,
no reflejan la sociedad completa en cada uno de estos paises. Muy posiblemente haya un
sesgo provocado por el hecho de que es mas comin que las personas mas adineradas hagan
uso de ciertos medios sociales.

Gracias al crecimiento de los medios sociales y, mas concretamente, de las redes sociales,
han aparecido nuevas oportunidades para recopilar datos para diferentes estudios, entre ellos,
estudios relacionados con la salud (Mehmet et al. 2020; Mheidly & Fares, 2020; Stellefson
et al. 2020). Cada vez son mas las personas que utilizan los medios sociales para compartir

informacion. Ademés, los medios sociales tienden a expandirse y a aumentar su impacto
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global (Martin-Rojas et al. 2021). Por lo tanto, es importante entender como pueden, los
medios sociales, formar y reflejar el discurso piblico.

La investigacion propuesta en este trabajo hace uso de datos de medios sociales, en este
caso, de la red social Twitter. Esta plataforma nacio en el ano 2006 como una plataforma
de microblogging y, a dia de hoy, Twitter cuenta con 353 millones de usuarios en todo el
mundo (Statista, 2021). En el ano 2017, Twitter duplico el limite de caracteres, pasando de
los 140 iniciales a los 280 caracteres actuales. este cambio propulso el uso de esta plataforma
con fines cientificos. Twitter es capaz de captar un debate piblico muy amplio y, gracias
a ello, se ha convertido en una de las herramientas de investigacion més utilizadas en las
ciencias sociales y de la salud (Edo-Osagie et al. 2020; Jordan et al. 2019; Sinnenberg et
al. 2017). Otra de las ventajas de Twitter es su facil acceso a los datos en tiempo real
mediante una interfaz de programacion de aplicaciones (API). Gracias a la inmediatez y
a la gran cantidad de datos, los expertos han podido recopilar con facilidad datos sobre
diversos temas de interés para sus investigaciones. Ademaés, la mayor parte de estudios de
los medios sociales sobre TCA se basa en datos de Twitter (Chancellor & De Choudhury,
2020).

2.2. Informatica sanitaria y medios sociales

Los medios sociales y, més especificamente, las redes sociales, se han convertido en una
fuente de informaciéon y de datos muy importante para poder ser utilizada dentro del ambito
de la informatica sanitaria. Se puede decir que la informética sanitaria forma parte de dise-
nar, desarrollar y aplicar distintas innovaciones basadas en las tecnologias de la informacion
para resolver problemas relacionados con la salud piblica y con los servicios sanitarios en
general (Gamache et al. 2018). Gracias a esta rama cientifica interdisciplinar es posible rea-
lizar investigaciones complejas con la finalidad de gestionar la informaciéon para mejorar la
eficiencia y reducir los costes en la asistencia sanitaria (Mei, 2021). La informética sanitaria

incluye la ciencia de la informacion, la informéatica y la asistencia sanitaria.
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La investigacion relacionada con la sanidad que utiliza los medios sociales cobra cada
vez mas importante y puede dividirse en dos grandes ambitos. El primero se refiere a la
vigilancia y prediccién en tiempo real de enfermedades como la gripe. Las redes sociales
ofrecen un acceso rentable a mensajes localizados geograficamente que contienen debates
sobre diferentes temas. Asi, es posible investigar las discusiones de los usuarios sobre temas de
salud y sintomas de enfermedades (Silk et al. 2019). Baséandose en el analisis de la dindmica
de las discusiones sobre los sintomas concentradas en determinadas ubicaciones geograficas,
se puede identificar o predecir un brote de enfermedad. El segundo ambito de la investigacion
de los medios sociales utiliza los datos para obtener una comprension profunda desde la
perspectiva de la paciencia en relacion con diferentes condiciones de salud. Los medios
sociales son, por tanto, una herramienta rentable para los estudios observacionales y pueden
utilizarse para investigar lo que piensan los pacientes sobre diferentes temas sanitarios, como
los antibioticos o la vacunacion (Latkin et al. 2021; Raftopoulos et al. 2021).

Como se ha senalado anteriormente, Twitter es una fuente de datos popular para la
investigacion relacionada con la salud. Los expertos identifican tres areas principales de la
investigacion sanitaria que utilizan datos de Twitter (Zhang & Ahmed, 2019). En el primer
campo de investigacion, la mineria de datos de las redes sociales generalmente contribuye
al conocimiento existente y ayuda a predecir eventos futuros (Zhang & Ahmed, 2019). Esto
incluye la vigilancia sindréomica para predecir epidemias de enfermedades estacionales, como
la gripe (Lopez et al. 2020; Zeng et al. 2021); la farmacovigilancia (Audeh et al. 2020) y
una investigacion teméatica (Mehmet et al. 2020). Los estudios tematicos ayudan a revelar
la comprensién del publico sobre cuestiones importantes, como la pandemia de COVID-
19 (Mheidly & Fares, 2020). Entre los estudios tematicos, el céncer es el paradigma de
investigacion mas ampliamente enfocado que investiga el contenido compartido y examina
el comportamiento de comunicacion de los usuarios y las organizaciones sanitarias (Zhang
& Ahmed, 2019).

La segunda area de los estudios de informatica sanitaria basados en Twitter se refiere a
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la naturaleza del intercambio de informacién en términos de caracteristicas de los usuarios y
de su comportamiento informativo. Esto incluye investigaciones sobre la demografia de los
usuarios; la estructura de la red; la frecuencia de la comunicacion; los hashtags utilizados y
la geografia. La mayoria de los estudios en este &mbito abarcan diversos temas relacionados
con el cancer (Zhang & Ahmed, 2019).

Por ultimo, en el contexto de los medios sociales, la informatica sanitaria basada en
Twitter incluye estudios que utilizan los datos de los medios sociales para facilitar la com-
prension del impacto de los contenidos compartidos (Zhang & Ahmed, 2019). Por ejemplo,
Twitter puede utilizarse como un canal de apoyo emocional (L. Liu & Woo, 2021) o como
una herramienta para difundir la concienciacién e involucrar a la audiencia en la campana,
como el “Dia mundial de las enfermedades raras” (Weder et al. 2021). Al analizar el impacto
de los contenidos compartidos, es posible revelar como sensibilizar con éxito y proporcionar
apoyo informativo a través de los medios sociales.

En resumen, los medios sociales son una de las fuentes de datos que pueden servir a
los fines de la investigacion informéatica sanitaria. Utilizando los datos de los medios socia-
les, los investigadores pueden abordar tareas como analisis de comportamiento, analisis de
sentimientos, analisis de tendencias y difusiéon de informaciéon. Las tareas de investigacion
senaladas se refieren generalmente al anélisis de contenido que forma parte de las investi-
gaciones de procesamiento del lenguaje natural. Estas pueden abordarse mediante métodos

de aprendizaje automatico, como la clasificacion, y se analizan en la siguiente seccion.

2.3. Meétodos de clasificacion e informatica sanitaria

La investigacion propuesta utiliza métodos de aprendizaje automatico supervisado para
estudiar el amplio debate en las redes sociales sobre la obesidad. El aprendizaje automatico
supervisado es uno de los métodos més utilizados en el aprendizaje automatico debido a su
eficiencia (Géron, 2017). El aprendizaje supervisado se utiliza para predecir un determinado

resultado basado en una entrada dada mediante la construcciéon de un par de entrada y
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salida. El método tiene como objetivo construir un modelo viable que luego puede utilizarse
para realizar predicciones precisas utilizando nuevos datos (Géron, 2017).

La clasificacién y la regresion son dos tipos principales de problemas de aprendizaje
automaético supervisado (Géron, 2017). En la tarea de regresion, el objetivo es predecir un
ntmero real. Se puede distinguir de las tareas de clasificacién por la continuidad en la sa-
lida. En la clasificacion, no hay cuestion de grado y el objetivo es predecir una etiqueta de
clase de la lista con posibilidades definidas (Géron, 2017). La clasificacion es, por tanto, un
aprendizaje automatico supervisado, ya que utiliza un conjunto de datos de entrenamiento
etiquetado para entrenar a los clasificadores. Un conjunto de datos de entrenamiento etique-
tado es, por tanto, una condicién para la creacion de clasificadores. En la mineria de textos,
una tarea clave es como cuantificar los datos textuales. Para ello, se utiliza la ingenieria de
rasgos que permite presentar las relaciones entre las palabras representandolas como tokens.

Se ha afirmado que la clasificacién es un método eficiente para categorizar grandes con-
juntos de datos (Oussous et al. 2018). Permite estudiar los datos textuales y puede pro-
porcionar una visiéon conceptual mediante la asignacion de categorias predeterminadas a los
documentos textuales. Este enfoque aporta ventajas muy interesantes para la investigacion.
La mas importante es que generalmente muestra una mayor precision de las predicciones en
comparacion con el trabajo humano manual y ahorra considerablemente tiempo (Geirhos et
al. 2020; Van Der Walt & Eloff, 2018; Youyou et al. 2015). Para las tareas de clasificacion
de la informética sanitaria se pueden utilizar diversos métodos. Entre ellos se encuentran
Naive Bayes, Suppor Vector Machine (SVM, o maquinas de vectores de soporte), Random
Forest (RF, o bosques aleatorios), Decision Trees (DT, o arboles de decision), Gradient
Boosting Trees (GBT o érboles de refuerzo de gradiente), Gradient Boosted Regression
Trees (GBRT, o arboles de regresion con refuerzo de gradiente) y Logistic Regression (LG,
o regresion logistica).

En el ambito de la informaética sanitaria, se utilizo el algoritmo Naive Bayes para analizar

los datos de las redes sociales y clasificar las publicaciones y predecir los acontecimientos.
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Este algoritmo se aplico para investigar datos de Twitter y predecir brotes de enfermedades,
como el dengue y el zika (A.Jabbar Alkubaisi et al. 2018). Otra investigacion utilizo Naive
Bayes para probar el clasificar cuatro estados o condiciones de salud, a saber, la gripe,
la depresion, el embarazo y los trastornos alimentarios, y dos lugares, Portugal y Espana
(Prieto et al. 2014).

El algoritmo SVM ha demostrado ser una herramienta eficaz para elaborar pronoésticos
en relacion con los brotes de enfermedades. Un estudio de Kesorn y colegas mostré el uso
de las SVM para pronosticar brotes de fiebre hemorragica del dengue a partir de los datos
sobre los mosquitos Aedes aegypti que propagan esta enfermedad (Kesorn et al. 2015). Al
introducir la funcién de base radial en el algoritmo clasico, los investigadores lograron una
precision de prediccion del 88,37 %. Otros estudios recientes sobre la pandemia de COVID-19
también han mostrado los buenos resultados obtenidos mediante el algoritmo SVM (Dixit
et al. 2021; Singh et al. 2020).

Los investigadores aplicaron un clasificador GBRT para desarrollar un modelo de pre-
diccion para los usuarios que tuitean sobre los cigarrillos electronicos (Kim et al. 2017). Se
recopilaron 11,5 millones de tuits de 2,6 millones de usuarios en el periodo de noviembre
de 2014 y octubre de 2016 utilizando un conjunto de 158 palabras clave. Se analizd una
muestra aleatoria de usuarios y sus tuits para desarrollar un protocolo de clasificacion de
tipos de usuarios aplicando un enfoque de teoria fundamentada. En consecuencia, se cla-
sificaron manualmente 4.897 usuarios utilizando el protocolo desarrollado. A continuacion,
se obtuvieron quince caracteristicas de metadatos para cada clase etiquetada a partir de la
informacion del perfil del usuario. A partir del contenido lingiiistico y de comportamiento,
se obtuvieron 58 caracteristicas. La ingenieria de caracteristicas se basa en la matriz de
frecuencia de términos y frecuencia inversa de documentos (TF-IDF). Como resultado, el
modelo de clasificacién mostré una precision media del 83,3 % para cinco tipos de usuarios.

Los investigadores también pueden aplicar una combinacion de algoritmos de clasificacion

para comparar su rendimiento y luego seleccionar el clasificador més eficaz. Por ejemplo, se
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aplicaron los algoritmos Naive Bayes, Naive Bayes Multinomial, SVM y arboles de decision
para investigar las tendencias de seguridad alimentaria en Corea a partir de los datos de
Twitter(Yeom, 2014). Para el proposito del estudio, se reunieron 14 millones de tweets
en 2014. Para estudiar los tuits, se aplico el Hidden Markov Model (HMM) POS Tagger
Work como parte del analizador morfolégico Hannanum. Como resultado de la prueba, el
clasificador Naive Bayes Multinomial indicé el mejor rendimiento.

Ademés, un estudio de las redes sociales de salud en linea aplico la maquina de vectores
de apoyo, el bosque aleatorio, el drbol de decisiones, el arbol de aumento gradual y la
regresion logistica para investigar y predecir las necesidades de los pacientes en relacion
con el apoyo a la informacion (Choi et al. 2017). La investigacion analizé los datos de
184 usuarios e identificd las principales caracteristicas que contribuyen a un modelo de
clasificacion exitoso. Como consecuencia, permite predecir cuatro escenarios, como el apoyo
emocional, los hechos médicos, la informacién basada en la experiencia y la informaciéon no
convencional. El arbol Gradient Boosting indic6 el mejor rendimiento para tres escenarios.
En relacion con la prediccion del apoyo emocional, Gradient Boosting Tree ocup6 el segundo
lugar después de Support Vector Machine.

Profundizando en los estudios que se han realizado sobre los datos obtenidos de las redes
sociales y las TCA, es posible encontrar investigaciones relacionadas con la deteccion de
personas a favor y en contra de algin TCA (Fettach & Benhiba, 2019; Lewis & Arbuthnott,
2012; Oksanen et al. 2015), deteccion de tuits informativos y no informativos (Viguria et
al. 2020; Zhou et al. 2020), e incluso la deteccion de comunidades de personas que padecen
un TCA (Fettach & Benhiba, 2019; Wang et al. 2018). Sin embargo, atn existe la posibili-
dad de crear modelos predictivos a partir de los datos de Twitter que aporten informacion
interesante sobre la TCA.

Por tanto, los estudios sobre salud basados en datos de medios sociales tienden a aplicar
diversos algoritmos y a compararlos, obteniendo diferentes resultados en cada caso particu-

lar. Este estudio pretende clasificar temas y, por lo tanto, requiere algoritmos aptos para la
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clasificaciéon binaria. En este estudio se han aplicado algunos algoritmos mencionados como
bosques aleatorios y maquinas de vectores de soporte, ademéas de otras redes neuronales més

complejas como las LSTM y Bi-LSTM, més concretamente los modelos BERT.
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Capitulo 3

Metodologia de la experimentacion

En la seccién 3.1 de este capitulo se muestra un flujo de trabajo de la metodologia
utilizada en este estudio. En la secciéon 3.2, se describe como fue el proceso de recopilacion
de los mensajes de Twitter sobre los TCA. A continuacion, en la seccion 3.3, se presentan las
tareas de preprocesamiento de datos y etiquetado que fueron realizadas. En la secciéon 3.4 se
presentan los diferentes métodos de clasificacion utilizados, incluyendo los antecedentes de
Random Forest (RF), Recurrent Neural Network (RNN), Bi-LSTM y de los modelos BERT.
Seguidamente, en la seccion 3.5, se muestra la configuracion utilizada para los distintos

métodos de clasificacion.
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3.1. Flujo de trabajo

En la figura 3.1 se pueden apreciar las diferentes etapas realizadas a lo largo de la presente

investigacion hasta obtener los modelos de clasificacion que dan solucién a nuestro problema.

Tipo de modelo Exactitud itud E
Categoria 1 Categoria 2 Categoria 3 Categoria 4

[88,1%] [83,0%

89,1%

ra
de 2.000
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- Eliminar
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retuits.
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Figura 3.1: Flujo de trabajo realizado.

Tal y como se aprecia en la figura anterior, la realizacién de este proyecto ha supuesto la
obtencion de los tuits mediante el uso de la API Streaming de Twitter desde el 22 de octubre
de 2020 hasta el 22 de diciembre de 2020, el preprocesamiento de los datos, la creacion de
una submuestra de 2.000 tuits que se etiquetaron manualmente en cuatro categorizaciones
diferentes y la creacion, entrenamiento y prueba de los diferentes modelos de aprendizaje

automatico y aprendizaje profundo utilizados en este proyecto.

3.2. Recopilacion de datos sobre TCA

Para recopilar los tuits se utilizo una herramienta llamada T-Hoarder (Congosto et al.
2017). Esta herramienta permite seleccionar si se quieren obtener tuits relacionados con
determinadas palabras clave o de un usuario concreto, via API streaming de Twitter. Gracias

a su capacidad de obtener datos en directo, fue posible obtener tuits que posteriormente
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pudieron ser eliminados. Esto supuso una ventaja sobre todo debido a que la tematica de los
tuits recopilados, en algunos casos, infringia las normas de la red social y esto nos permitio
disponer de una muestra de tuits més grande.

T-hoarder permitié obtener los tuits con la informacién que se muestra en la tabla 3.1:

La configuracion para recopilar los tuits fue la siguiente:

= Se recopilaron todos los tuits que contenian las siguientes palabras clave: anorexia,
anorexic, dietary disorders, inappetence, feeding disorder, food problem, binge eating,
anorectic, eating disorders, bulimia, food issues, loss of appetite, food issue, food hater,
eat healthier, disturbed eating habits, abnormal eating habits, abnormal eating habit,
binge-vomit syndrome, bingeing, bulimarexia, anorexic skinny, eating healthy. Estas
palabras fueron divididas en tres experimentos de T-Hoarder haciendo uso de tres
cuentas de Twitter diferentes, lo que permitié obtener un mayor nimero de tuits sin

exceder el limite de uso que tiene la propia plataforma de Twitter.

= Se utilizaron términos en inglés debido a que el nimero de tuits generados en este
idioma es més numeroso que en espanol dentro de la tematica de estudio. No obstante,

serfa posible recopilar los datos en espanol y generar los modelos predictivos.

= Se etiquetdé manualmente un subconjunto de los tuits recopilados clasificAndolos en
cuatro categorias diferentes:
e Categorizacion 1:

o Tuits escritos por una persona que padece trastornos alimentarios.

o Tuits escritos por personas sin trastornos alimentarios
e (Categorizacion 2:

o Tuits que fomentan el padecer un TCA.

o Tuits que no fomentan el padecer un TCA.

e Categorizacion 3:
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Tabla 3.1: Descripcion de los campos obtenidos mediante T-Hoarder.

Campo Descripcion

id.tweet Identificador tnico de cada tuit. Es un nimero creciente que esta asignando
Twitter secuencialmente a cada mensaje.

date Fecha y hora GMT del tuit.

author Nombre de usuario del autor del tuit.

text Texto del tuit.

app Aplicacion desde la que se ha publicado el tuit.

id.author Identificador del autor. Es un ntimero creciente que se asigna a los usuarios
de Twitter a medida que se dan de alta.

followers Nimero de seguidores en el momento de la publicacion.

following Nimero de usuarios seguidos en el momento de la publicacion.

statuses Nimero de tuits publicados anteriormente.

location Ubicaciéon declarada en el perfil del usuario.

urls Enlace si el tuit contiene una URL, en caso contrario, se almacena el valor
None.

geolocation Coordenadas si el tuit esta geolocalizado, en caso contrario se almacena
None.

name Nombre proporcionado por el usuario.

description Descripcion del usuario

url _media URL si el tuit contiene informacién multimedia, en caso contrario, se al-
macena el valor None.

type media Tipo de informacion multimedia (foto, video,...), en caso de no existir, su
valor es None.

quoted Tuit original que ha sido citado

relation RT, respuesta, cita o None.

replied id Tuit respondido.

user.replied
retweeted id
user _retweeted
quoted _id
user.quoted
first. HT

lang

create at
verified

avatar

link

Usuario respondido.

Id del tuit respondido.

Usuario retuiteado.

Id del tuit citado.

Usuario citado.

Primer hashtag encontrado en el tuit.

Idioma del tuit.

Fecha de creaciéon de la cuenta de usuario de Twitter
Informacion sobre si la cuenta estéa verificada o no.
Avatar del usuario.

Enlace al tuit.
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o Tuits de caracter informativo.

o Tuits de opinién.

e Categorizacion 4:

o Tuits de caréacter cientifico.

o Tuits de caracter no cientifico.

» Es posible ver un ejemplo de cada una de las categorizaciones en la tabla 3.2.

= Para realizar esta categorizacion ha sido necesario acceder uno a uno a cada perfil de

usuario que ha enviado un tuit de este tipo.

Tabla 3.2: Ejemplos de tuits categorizados.

Categoria| Tema Tuit
Tipo 1 Escrito por alguien que | i was stressed and ate a whole bowl of pasta, where’s my
padece TCA badge for being the worst anorexic #edtwt
Tipo 1 Escrito por alguien que | Is your #teenager not eating or eating a lot less than nor-
no padece TCA mal? She might be suffering from #anorexia. We can help;

please come see us https://t.co/GIStM1IVGz #weightloss
#losingweight https://t.co/z5NKOtjNIt

Tipo 2 Fomenta los TCA Currently feeling like the best anorexic #EDtwt
https://t.co/1BZPMs8bGU

Tipo 2 No fomenta los TCA Higher-calorie diets could lead to a speedier reco-
very in patients with anorexia nervosa, study shows
https://t.co/mipX3nrhHN #mentalhealth #diet #anorexia

Tipo 3 Informativo #AnorexiaNervosa — A Father and Daughter Perspective -
Highlights from RCPsychIC 2019 #EatingDisorders #men-
talhealth https://t.co/ig3GH5ce6C

Tipo 3 De opiniéon Binge eating makes me sad :( #eatingdisorder #bingeeating
https://t.co/0jjf7YrVyc

Tipo 4 Cientifico The problem extends to Food and Drug Administration
and National Institutes of Health datasets used in a recent
study appearing in Reproductive Toxicology. #ai #techno-
logy #BigData #ML https://t.co/DFvh6gNA38

Tipo 4 No cientifico Do not waste time thinking about what you could have do-

ne differently. Keep your eyes on the road ahead and do it
differently now. #anorexia #eatingdisorder #recovery #ne-
vergiveup #alwayskeepfighting https://t.co/YalYzcIBDM
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3.3. Preprocesamiento de los datos y etiquetado

Para realizar el preprocesamiento de los datos se programoé en lenguaje Python en su

version 3.6. Se describe el procedimiento a continuacion:

1. Carga de datos en un dataframe: Se cargaron los datos de los documentos obteni-
dos mediante T-Hoarder que son nombrados de la forma ‘streaming experimento nimero.txt’.
T-Hoarder genera un fichero hasta que este llega a tener un tamano de 100MB. Por
ello, se obtuvieron 4 ficheros para el conjunto de datos 1, 4 ficheros para el conjunto
de datos 2 y dos ficheros para el conjunto de datos 3. Los conjuntos de datos que se

recopilaron fueron los siguientes:

= Conjunto 1: anorexia, anorexic, dietary disorders, inappetence, feeding disorder,

food problem, binge eating, anorectic

= Conjunto 2: eating disorders, bulimia, food issues, loss of appetite, food issue,
food hater, eat healthier, disturbed eating habits, abnormal eating habits, abnormal

eating habit

= Conjunto 3: binge-vomit syndrome, bingeing, bulimarexia, anorezxic skinny, eating

healthy

Esta division fue realizada planteando los dos primeros conjunto como aquellos que
contenfan los términos més comunes, y un tercer conjunto con elementos menos co-

munes.

2. Eliminacién de saltos de linea y tabulaciones: Algunos datos, como la ubicacion,
el nombre y la biografia, pueden contener saltos de linea o tabulaciones. Para evitar
conflictos con los delimitadores, se filtraron los tabuladores y los saltos de linea de
estos datos. Para ello se generd una funcion a la cual se le pasaba como parametro los

distintos dataframes y preprocesaba los datos.
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. Concatenacion de los dataframes: Tras el preprocesamiento de los dataframes, se

concatenaron todos en un tnico dataframe.

. Reducciéon de tamano del dataframe: Para poder trabajar de forma més agil con
el dataframe de datos, se calculd el uso de memoria del mismo y se optimizo realizando
tres tareas fundamentales: (i) convertir las columnas numericas a nimeros, convertir
las fechas al formato datetime y convertir el resto de objetos en categorias. Estos pasos

ayudaron a reducir el dataframe de 2,7GB a 1,1GB.

. Eliminacién de retuits: Se realizd6 un cruce entre las columnas id.tweet y retwee-
ted_1d para eliminar todos los tuits que son retuits de tuits ya existentes en el data-

frame.

. Eliminacién de tuits duplicados: se eliminaron los posibles tuits repetidos ya que,
inicialmente, se unificaron conjuntos de datos que podrian contener tuits comunes y,

ademés, filtramos solo aquellos tuits escritos en inglés.

. Etiquetado de una muestra de 2.000 tuits: Tras el preprocesamiento de los
datos realizado explicado en los pasos anteriores, se redujo la muestra de tuits de
1.085.957 a 494.025. De estos 494.025, un se etiqueté6 manualmente una muestra de
2.000 tuits categorizados en las 4 categorias expuestas anteriormente: (i) tuits escritos
por personas que padecen, o no, TCA, (ii) tuits que fomentan, o no, el padecer un
TCA, (iii) tuits de caracter informativo, o de opinién y (iv) tuits de caracter cientifico,

O 1no.

. Preprocesamiento de la muestra final: A esta muestra final se le realiz6 un prepro-
cesamiento mediante el cual se eliminaron las stopwords asi como otros signos puntua-
cion y simbolos que dificultaban la aplicacion de técnicas de aprendizaje automatico.
Las stopwords (palabras vacias) son aquellas palabras que carecen de significado por
si solas y que modifican o acompanan a otras, por ejemplo, articulos, pronombres,

adverbios, preposiciones o algunos verbos.
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El codigo de esto procedimiento se encuentra en el Anexo A.

3.4. Meétodos de clasificacion utilizados

Se aplicaron distintos métodos de clasificacion de aprendizaje automéatico y de apren-
dizaje profundo. Estos métodos de clasificacion fueron: Random Forest (RF), Recurrent
Neural Networks (RNN), redes Bi-LSTM y modelos BERT preentrenados. En relacion a los
métodos RNN, Bi-LSTM y BERT, fueron elegidos porque, segtn la revision de la literatura
mencionada en el capitulo 2 de esta memoria, parecen ser los modelos mas prometedores
en cuestion de PLN. Con respecto a RF, fueron elegidos para tener una referencia de un
modelo més sencillo y asi poder comparar los resultados obtenidos y el coste computacional
en relacion a los demés.

Para la aplicacion de los modelos BERT se hizo uso de ClassificationModel de la biblio-
teca simpletransformers (disponible en
https://github.com/ThilinaRajapakse/simpletransformers) para clasificar el modelo. Se uti-
liz6 este modelo porque es adecuado para clasificar texto en forma binaria dentro de esta
biblioteca. Se han entrenado seis redes neuronales utilizando diferentes tipos de modelos
BERT (BERT, RoBERTa (Y. Liu et al. 2019), DistilBERT (Sanh et al. 2020), Camem-
BERT (Martin et al. 2020), ALBERT (Lan et al. 2020) y FlauBERT (Le et al. 2020)), todos
ellos utilizando modelos preentrenados.

La biblioteca scikit-learn se utilizo para dividir el conjunto de datos utilizando train_ test split
y también para obtener la métrica f1 score y la métrica de exactitud (accuracy) de los mo-
delos de clasificacion generados.

Ademaés, para RF se utilizé una validacion cruzada con una k& = 10, mientras que para
las redes neuronales se realizaron 5 iteraciones diferentes y, posteriormente, se obtuvo la

media para las métricas fI score y accuracy.
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3.4.1. Random Forest, RNN y Bi-LSTM

Random Forest

Random Forest (RF), o bosque aleatorio, es un algoritmo de aprendizaje automético
supervisado. El “bosque” que construye es un conjunto de arboles de decisiéon, normalmente
entrenados con el método “bagging”. La idea general de este método es que una combinaciéon
de modelos de aprendizaje aumenta el resultado global.

En pocas palabras: RF construye multiples arboles de decision y los fusiona para obtener
una prediccién més precisa y estable.

Una gran ventaja de RF es que puede utilizarse tanto para problemas de clasificacion
como de regresion, que son la mayoria de los sistemas actuales de aprendizaje automatico.

RF tiene casi los mismos hiperparametros que un arbol de decisiéon. Afortunadamente, no
hay necesidad de combinar un arbol de decisiéon con otros métodos porque se puede utilizar
facilmente la clase de clasificador de RF. Con RF, también se pueden tratar las tareas de
regresion utilizando el regresor del algoritmo.

Ademas, RF anade aleatoriedad adicional al modelo, mientras crecen los arboles. En lugar
de buscar la caracteristica mas importante al dividir un nodo, busca la mejor caracteristica
entre un subconjunto aleatorio de caracteristicas. Esto da lugar a una amplia diversidad que
generalmente da lugar a un mejor modelo.

Por lo tanto, en el bosque aleatorio, el algoritmo sélo tiene en cuenta un subconjunto
aleatorio de caracteristicas para dividir un nodo. Incluso puede hacer que los arboles sean
mas aleatorios utilizando adicionalmente umbrales aleatorios para cada caracteristica en

lugar de buscar los mejores umbrales posibles (como hace un arbol de decisiéon normal).
RNN

Una Recurrent Neural Network (RNN), o red neuronal recurrente, es una clase de redes
neuronales artificiales en las que las conexiones entre los nodos forman un gréafico dirigido a

lo largo de una secuencia temporal. Esto le permite mostrar un comportamiento dinamico

27



temporal. Derivadas de las redes neuronales feedforward, las RNN pueden utilizar su estado
interno (memoria) para procesar secuencias de entrada de longitud variable, lo que las
hace aplicables a tareas como el reconocimiento de escritura manuscrita no segmentada y
conectada o el reconocimiento del habla.

El término “red neuronal recurrente” se utiliza indistintamente para referirse a dos am-
plias clases de redes con una estructura general similar, donde una es de impulso finito y la
otra de impulso infinito. Una red recurrente de impulso finito es un grafo aciclico dirigido
que puede ser desenrollado y sustituido por una red neuronal estrictamente feedforward,
mientras que una red recurrente de impulso infinito es un grafo ciclico dirigido que no puede
ser desenrollado.

Tanto las redes recurrentes de impulso finito como las de impulso infinito pueden tener
estados adicionales almacenados, y el almacenamiento puede estar bajo control directo de
la red neuronal. El almacenamiento también puede ser sustituido por otra red o grafo,
si éste incorpora retrasos temporales o tiene bucles de retroalimentacién. Estos estados
controlados se denominan estado controlado o memoria controlada, y forman parte de las
redes Long Short-Term Memory (LSTM), o redes de memoria a corto plazo, y de las unidades
recurrentes controladas. También se denominan Feedforward Neural Network (FNN), o redes

neuronales de retroalimentacion.
Bi-LSTM

Las LSTM bidireccionales son una extension de las LSTM tradicionales que pueden
mejorar el rendimiento del modelo en problemas de clasificaciéon de secuencias.

En los problemas en los que todos los pasos de tiempo de la secuencia de entrada estan
disponibles, las LSTM bidireccionales entrenan dos en lugar de una LSTM en la secuencia de
entrada. El primero en la secuencia de entrada tal cual y el segundo en una copia invertida
de la secuencia de entrada. Esto puede proporcionar un contexto adicional a la red y dar

lugar a un aprendizaje més rapido e incluso mas completo del problema.
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3.4.2. Antecedentes sobre modelos BERT

El modelo Bidirectional Encoder Representations from Transformers (BERT) ha causado
sensacion en la comunidad de aprendizaje automatico al mostrar los tltimos resultados
en una variedad de tareas de PLN (Procesamiento del Lenguaje Natural), incluyendo la
respuesta a preguntas (SQuAD v1.1), la inferencia del lenguaje natural (MNLI), etc (Devlin
et al. 2019).

Una de las principales innovaciones técnicas anadidas en los modelos BERT es la apli-
cacion del entrenamiento bidireccional de Transformer, un popular modelo de atencién, al
modelado del lenguaje. Anteriormente, las secuencias de texto se examinaban de izquierda
a derecha o con un entrenamiento combinado de izquierda a derecha y de derecha a izquier-
da. Los resultados obtenidos por (Devlin et al. 2019) muestran que los modelos lingiiisticos
entrenados bidireccionalmente tienen un sentido méas profundo del contexto y del flujo del
lenguaje que los modelos lingiifsticos unidireccionales. Ademas, los investigadores destacan
una técnica novedosa llamada Masked LM (MLM). Esta técnica permite el entrenamiento
bidireccional de modelos que antes eran imposibles de entrenar con el método tradicional.

En el campo de la visiéon por ordenador, se ha demostrado repetidamente la importancia
del aprendizaje por transferencia. Este aprendizaje se produce tras el preentrenamiento de
una red neuronal en una tarea conocida, por ejemplo, ImageNet, y el posterior procesamiento
para mejorar el modelo. Utilizando una red neuronal entrenada como base, se consigue un
nuevo modelo con un objetivo especifico.

Algunos investigadores de PLN han demostrado que este enfoque también puede uti-
lizarse en tareas de PLN. Utilizando una red neuronal preentrenada, es posible incrustar
palabras que luego se utilizan como caracteristicas de los modelos de PLN.

En este trabajo proponemos crear cuatro modelos predictivos relacionados con los tras-
tornos de la conducta alimentaria utilizando un conjunto de datos propio obtenido de la
red social Twitter. Para ello, proponemos el uso de un enfoque basado en el modelo BERT

para clasificar tuits en base a las cuatro categorias mencionadas anteriormente en este do-
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cumento. Se estudiaran diferentes modelos BERT y se determinara cuél es el que obtiene

los mejores resultados.

3.4.3. Cobmo trabajan los modelos BERT

Los modelos BERT se basan en un mecanismo de atenciéon que es capaz de aprender las
relaciones contextuales entre palabras o subpalabras dentro de un texto. Este mecanismo se
conoce como Transformer (Vaswani et al. 2017) y cuenta con dos mecanismos: uno capaz de
leer un texto de entrada conocido como clasificador y otro que realiza una predicciéon para
la tarea conocido como decodificador. En este caso, para los modelos BERT, de los 2 que
ofrece Transformer, solo es necesario el mecanismo de codificacion.

La principal ventaja de Transformer sobre los modelos direccionales es que, a diferencia
de éstos, el codificador lee toda la secuencia de palabras a la vez, de izquierda a derecha y de
derecha a izquierda, no en dos secuencias diferentes. Por eso BERT se considera bidireccional,
aunque seria méas exacto decir que es no direccional. Gracias a esta caracteristica, los modelos
pueden aprender el contexto de una palabra basandose en todas las palabras que la rodean,
no so6lo en las que estan a ambos lados.

Al entrenar modelos lingiiisticos, uno de los retos es definir un objetivo de prediccion
claro. Los modelos que predicen la siguiente palabra de una secuencia con un enfoque di-
reccional estdn inherentemente limitados al aprendizaje del contexto. En estos casos, BERT
hace uso de dos enfoques conocidos como LM enmascarado (MLM) (Kushilevitz et al. 2020)

y Prediccion de la siguiente frase (NSP) (Shi & Demberg, 2019).

3.5. Configuraciéon de los métodos de clasificaciéon utili-
zados

Para poder aplicar los métodos de clasificacion se utilizé6 un cuaderno Jupyter sobre
Python 3.6 mediante el cual se utilizaron las librerias Tensorflow y Pytorch. Fue necesario

utilizar ambas librerias debido a que, por el momento, las redes BERT solo pueden ser

30



generadas a través de Pytorch, mientras que Tensorflow es una de las librerias més utilizadas
para generar modelos RF, RNN o Bi-LSTM. La division de los datos consistié en un 70 %
de datos de entrenamiento y un 30 % de datos de validacion.

A continuacién se detalla informacion sobre los métodos de clasificacion utilizados y sus

hiperparametros:

» Random Forest (RF): Para aplicar RF a las cuatro categorias se hizo uso de la
libreria sklearn y se importé6 RandomForestClassifier. Tras realizar algunas pruebas,
se encontré que el entrenamiento de modelos RF con 1.000 estimadores proporciond

los mejores resultados.

» Recurrent Neural Networks (RNN): Para entrenar modelos mediante redes neu-
ronales recurrentes se utilizo sklearn y la libreria keras de Tensorflow. Al tratarse de

categorizaciones binarias, la funcién de activacion utilizada fue sigmoid.

= Bi-LSTM personalizado: Para la creacion, entrenamiento y validacion de los mo-

delos Bi-LSTM, se hizo uso de las librerias sklearn y Tensorflow.

= Modelos BERT preentrenados: Para hacer uso de modelos preentrenados BERT
se utilizoé principalmente la libreria simpletransformers (disponible en
https://github.com/ThilinaRajapakse/simpletransformers) importando la clase Clas-
sificacionModel junto con la libreria Pytorch. Se implementaron seis Classification-
Models con los argumentos mencionados y habiendo elegido seis tipos de modelos

diferentes haciendo uso de seis modelos preentrenados, que se explican en la seccidon

77.
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Capitulo 4

Experimentos y resultados

4.1. Resultados de la recopilacién de datos y preproce-
samiento

Los datos se recogieron entre el 20 de octubre de 2020 y el 26 de diciembre de 2020,
consiguiendo un total de 1.085.957 tuits.

Se realizo un preprocesamiento de los datos que incluyo las siguientes tareas:

Eliminaciéon de todos los tuits que tenian el mismo mensaje.

Eliminacion de aquellos retuits de los que no disponiamos del tuit original.

Eliminacién de los tuits que no fueron recogidos correctamente.

Se han eliminado las menciones.

Se han eliminado los acentos en el texto, asi como los signos de puntuacion.

También se han eliminado las stopwords.

Tras este procedimiento, se obtuvieron 494.025 tuits véalidos. Este conjunto de datos esta
disponible en un repositorio abierto en el siguiente enlace:
https: / /www.kaggle.com /jabenitez88 /eating-disorders-tweets.

Las palabras mas utilizadas en los tuits son las que se observan en la figura 4.1.
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be wise eat right

covid 19
eating disorders

pltpinkmonday

Figura 4.1: Palabras mas repetidas en los 494.025 tuits vdlidos recopilados.

Tras este preprocesamiento, se cre6 un subconjunto de 2.000 tuits y se etiquetaron en
las cuatro categorizaciones mencionadas anteriormente. Las palabras mas utilizadas fueron

las que se observan en la figura 4.2

anorexic

Figura 4.2: Palabras mds repetidas en los 2.000 tuits categorizados.

La relacion de tuits recopilados en cada categoria fue la siguiente:

= Categorizacion 1:

e El 48,5 % de tuits fueron escritos por una persona que padece trastornos alimen-
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tarios.

e El 51,5% de tuits fueron escritos por personas sin trastornos alimentarios.
= Categorizacion 2:

e El123,4% de tuits fomentan el padecer un TCA.

e El 76,6 % de tuits no fomentan el padecer un TCA.
» Categorizacion 3:

e El 38,4% de tuits fueron de caracter informativo.

e El 61,6 % de tuits fueron de opinion.
= Categorizacion 4:

e El 24,5% de tuits fueron de caracter cientifico.

e El 75,5% de tuits fueron de caracter no cientifico.

Es posible apreciar esta distribuciéon en un grafico de columnas en la figura 4.3.
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Figura 4.3: Representacion de porcentajes de tuits pertenecientes a cada una de las cuatro
categorias.

34



4.2. Resultados

A continuaciéon se muestran los resultados obtenidos en las métricas f1, exactitud (acc)
y tiempo de ejecucion tras entrenar los distintos modelos con las cuatro categorizaciones

diferentes en las tablas 4.1, 4.2, 4.3 y 4.4.

Tabla 4.1: Resultados obtenidos con los diferentes modelos para la clasificacion de la cate-
gorizacion 1.

Tipo de modelo | Modelo preentrenado f1 acc tiempo
Random Forest 0,831 | 83,4% | 94,3s
RNN 0,770 | 79,0 % | 152,1s
Bi-LSTM 0,780 | 81,3% | 163,2s
BERT bert-based-multilingual-cased | 0,848 | 85,3 % | 1257,4s
RoBERTa roberta-base 0,868 | 87,5% | 1116,2s
DistilBERT distilbert-base-cased 0,856 | 86,3 % | 1343,3s
CamemBERT | camembert-base 0,838 | 85,6 % | 1472,3s
ALBERT albert-base-v1 0,849 | 85,5 % | 1372,7s
FlauBERT flaubert base cased 0,757 | 78,3% | 1203,9s

Tabla 4.2: Resultados obtenidos con los diferentes modelos para la clasificacion de la cate-
gorizacion 2.

Tipo de modelo | Modelo preentrenado f1 acc tiempo
Random Forest 0,711 | 88,1 % | 99,2s
RNN 0,800 | 89,1 % | 163,1s
Bi-LSTM 0,780 | 87,3% | 175,3s
BERT bert-based-multilingual-cased | 0,746 | 89,3 % | 1232,1s
RoBERTa roberta-base 0,818 | 92,0% | 1158,8s
DistilBERT distilbert-base-cased 0,780 | 90,3 % | 1327,8s
CamemBERT | camembert-base 0,763 | 90,2 % | 1457,5s
ALBERT albert-base-v1 0,714 | 88,0 % | 1352,3s
FlauBERT flaubert base cased 0,784 | 90,3 % | 1207,1s
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Tabla 4.3: Resultados obtenidos con los diferentes modelos para la clasificacion de la cate-
gorizacion 3.

Tipo de modelo | Modelo preentrenado f1 acc tiempo
Random Forest 0,790 | 83,0% | 95,3s
RNN 0,780 | 81,0% | 151,5s
Bi-LSTM 0,793 | 83,0% | 164,8s
BERT bert-based-multilingual-cased | 0,811 | 85,0% | 1292,7s
RoBERTa roberta-base 0,840 | 87,5% | 1142,5s
DistilBERT distilbert-base-cased 0,809 | 85,7% | 1332,0s
CamemBERT | camembert-base 0,847 | 87,5% | 1462,0s
ALBERT albert-base-v1 0,791 | 83,7% | 1331,3s
FlauBERT flaubert base cased 0,797 | 84,0% | 1202,1s

Tabla 4.4: Resultados obtenidos con los diferentes modelos para la clasificacion de la cate-
gorizacion 4.

Tipo de modelo | Modelo preentrenado f1 acc tiempo
Random Forest 0,83 |90,0% | 93,4s
RNN 0,860 | 92,0 % | 148,4s
Bi-LSTM 0,853 | 91,3% | 154,3s
BERT bert-based-multilingual-cased | 0,888 | 94,2 % | 1272,4s
RoBERTa roberta-base 0,880 | 94,2 % | 1149,1s
DistilBERT distilbert-base-cased 0,890 | 94,7 % | 1328,5s
CamemBERT | camembert-base 0,885 | 94,0 % | 1403,6s
ALBERT albert-base-v1 0,876 | 93,9% | 1302,9s
FlauBERT flaubert base cased 0,875 | 94,0% | 1227,1s
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Los porcentajes de mejora entre el mejor modelo BERT y el mejor modelo de entre RF,

RNN y Bi-LSTM son los siguientes:

» Categorizacion 1: RoBERTa (87,5 %) vs RF (83,4 %) = 4,92 % de mejora.

Categorizacion 2: RoBERTa (92,0 %) vs RNN (89,1%) = 3,25 % de mejora.

Categorizacion 3: RoBERTa (87,5 %) vs RF (83,0%) = 5,42 % de mejora.

» Categorizacion 4: DistilBERT (94,7 %) vs RNN (92,0 %) = 2,94 % de mejora.
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Capitulo 5

Discusion y conclusiones

Este capitulo presenta las respuestas a las preguntas de investigacion planteadas y ana-
liza los resultados de la investigacion. En primer lugar, se discute sobre si ha sido posible
conseguir modelos de aprendizaje automatico o aprendizaje profundo para clasificar de for-
ma precisa los tuits sobre TCA. En segundo lugar, se exponen cuéles han sido los modelos
més precisos. A continuacion, aclara las implicaciones de los resultados. Por tltimo, expone
las limitaciones de la investigacion.

Mediante esta investigacion se han recogido una serie de mensajes a través de la red social
Twitter, todos ellos relacionados con los trastornos alimentarios. Se ha logrado cumplir con
el objetivo inicial de la investigacion presentada en esta memoria consistente en generar
modelos predictivos capaces de clasificar los tweets determinando si pertenecian a una de
las siguiente cuatro categorias: (i) tuits escritos por personas que padecen TCA, o no, (ii)
tuits que fomentan el padecer un TCA, o no, (iii) tuits informativos o de opinion y (iv) tuits
con caracter cientifico, o no.

Después de preprocesar los datos y de que se etiquetasen manualmente un subconjunto
de 2.000 tuits, dicho subconjunto fue posteriormente preprocesado en profundidad. Una vez
realizada esta tarea, los datos se dividieron en conjuntos de entrenamiento (70 %) y de prueba
o validacion (30 %). Se entrenaron modelos de tipo Random Forest (RF), Recurrent Neural
Network (RNN), redes Bi-LSTM personalizadas y, ademés, 6 modelos BERT preentrenados

diferentes.
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De los modelos entrenados segtun las diferentes categorias se observaron los siguientes

resultados:

= Categorizacion 1: Esta clasificacion de tuits consistia en detectar tuits escritos por
personas que han padecido un TCA o no. El modelo que mayor exactitud obtuvo
fue el modelo RoBERTa con un 87,5 % de exactitud. Todos los modelos BERT, salvo
FlauBERT, superaron el 85,0 %. Sin embargo, aplicando bosques aleatorios se obtuvo

una exactitud de un 83,4 %.

» Categorizacion 2: Esta clasificacion permitia detectar tuits que fomentaban padecer
un TCA o no. El modelo que mayor exactitud obtuvo fue el modelo RoBERTa con un
92,0 % de exactitud. Todos los modelos preentrenados BERT, superaron o igualaron
el 88,0%. Sin embargo, aplicando bosques aleatorios se obtuvo una exactitud de un

88,1 % y aplicando RNN se obtuvo una exactitud de un 89,1 %.

= Categorizacion 3: Esta clasificacion permitia detectar tuits de tipo informativo o
de opinion. El modelo que mayor exactitud obtuvo fue el modelo RoBERTa y Ca-
memBERT con un 87,5% de exactitud. Todos los modelos BERT, salvo AIBERT y
FlauBERT, superaron el 85,0 %. Sin embargo, aplicando bosques aleatorios se obtuvo

una exactitud de un 83,0 %.

= Categorizacion 4: El modelo que mayor exactitud obtuvo fue el modelo DistilBERT
con un 94,7 % de exactitud. Todos los modelos BERT, salvo AIBERT, superaron o
igualaron el 94,0 %. Sin embargo, aplicando bosques aleatorios se obtuvo una exactitud

de un 90,0 % y aplicando RNN un 92,0 %.

Se han utilizado datos obtenidos mediante medios sociales, més concretamente de la
plataforma Twitter. Esta recopilacion fue posible gracias una herramienta llamada T-hoarder
que hace uso de API streaming de Twitter (Congosto et al. 2017). Como resultado, se
obtuvieron 1.085.953 tuits que fueron preprocesados, quedando un total de 494.025 tuits.

De este conjunto se etiqueté un subconjunto de 2.000.
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Analizando el coste computacional que generan los modelos BERT preentrenados fren-
te al modelo més sencillo de bosques aleatorios o a una RNN simple nos haria pensar si
realmente es necesario, para el caso de estudio en particular, hacer uso de modelos BERT
o no. La exactitud obtenida en los diferentes modelos, para las cuatro categorizaciones o
clasificaciones diferentes, es bastante alta incluso en los modelos mas simples.

En este estudio se ha podido observar que, a pesar de contar con una muestra de datos
de tan solo 2.000 Tweets, el rendimiento de los diferentes modelos de clasificacion aplicados
ha sido bastante bueno, lo que resulta muy prometedor para el desarrollo de futuros modelos
predictivos dentro del campo de los TCA y otras enfermedades mentales, entre otros.

Ha sido posible comparar y mejorar los resultados obtenidos a través de esos modelos
predictivos en base a los resultados obtenidos.

Tras todos los anélisis realizados, es posible destacar que los académicos podrian utilizar
los clasificadores para extraer mensajes ttiles para su posterior anélisis en el ambito de los
TCA. Los profesionales se beneficiarian. También es posible destacar que, aunque el modelo
que mejor exactitud tiene siempre ha sido uno de los modelos BERT preentrenado, el coste
computacional que ello supone frente a otros modelos méas simples puede resultar excesivo.
La diferencia entre los porcentajes de exactitud del mejor modelo BERT frente al mejor
modelo de entre los tres mas simples (RF, RNN y Bi-LSTM), no exceden el 5,42 %.

Esta investigacion tiene varias limitaciones, entre ellas (i) se limita a una plataforma de
medios sociales, (ii) algunas categorizaciones no estan balancedas, lo que puede provocar un
sesgo en los modelos generados, (iii) el conjunto de entrenamiento ha sido suficiente, pero
puede ser mayor, mejorando notablemente los resultados en un entorno real. Por todo ello,

se proponen algunas posibles mejoras futuras a continuacion:

= Aumentar el conjunto de datos de entrenamiento y validacién contando con un mayor

nimero de mensajes etiquetados.

= Aplicar técnicas de PLN que hagan uso de ontologias mediante las cuales sea posible

plantear automatizaciones y razonamientos logicos incluyendo la creaciéon de sistemas
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expertos que hagan uso de todo ello.

= Integrar los modelos predictivos en un proyecto de desarrollo real como, por ejemplo,
un bot de Twitter capaz de detectar si los tuits estédn siendo escritos por personas que

padezcan algin TCA.

= Investigar en mayor profundidad los efectos de los TCA en la salud, especialmente

desde una perspectiva publica.

= Hacer uso de otras plataformas de medios sociales disponibles.
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Capitulo 6

Planificacién y estimacién de costes

6.1. Planificacion del trabajo

La planificacién temporal de este trabajo ha supuesto un total de 359 horas de trabajo
por parte del estudiante, lo que suponen un total de 44 dias laborables de 8 horas de trabajo
diarias. La estimacion del tiempo que supone cada una de las tareas realizadas no excede los
13 dias de duracion. En la tabla 6.1 se detallan las diferentes tareas y la duracion aproximada

que han supuesto cada una de ellas.

Tabla 6.1: Estimacion de trabajo y coste.

Tipo de tarea Duracion
Revision bibliografica de la literatura 6 dias
Instalacion del entorno de recopilacion de tuits 5 dias
Instalacion de programas 2 dias
Tratamiento de los datos en crudo 8 dias
Etiquetado de la submuestra de 2.000 tuits 10 dias
Programacion de los algoritmos de aprendizaje automatico 13 dias
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6.2. Estimacién de costes
6.2.1. Especificacion de recursos

En los proyectos de ingenierfa y ciencia de datos, cuando se habla de recursos, se hace
referencia, principalmente, al personal necesario para realizar el trabajo.
Para poder realizar este proyecto se cuenta con varios perfiles, aunque, en este caso,

todos ellos estan representados por una sola persona:

Tabla 6.2: Salario medio segun el rol de los trabajadores.

Recursos Salario/ano Salario/mes Salario/dia Salario/hora
Ingeniero en informatica 26.404,00 € 2.200,33 € 110,02 € 13,75 €
Ingeniero de datos 36.001,00 € 3.000,08 € 150,00 € 18,75 €
Cientifico de datos 32.937,00 € 2.744,75 € 137,24 € 17,15 €

Para estimar el salario de cada rol de trabajo se ha utilizado la plataforma web indeed.
Esta plataforma permite obtener la media salarial para cada puesto de trabajo basandose
en los datos disponibles para Espana durante el ano 2020. Los salarios por mes, dia y hora

se han calculado mediante las siguientes férmulas:

Salario/mes = Salario anual / 12
Salario/dfa = Salario mes / 20

Salario/hora = Salario dia / 8

6.2.2. Asignacién de recursos

Cada tarea a realizar en el proyecto es asignada a los recursos humanos disponibles. En
esta ocasion, al realizar todas las tareas una tinica persona, no es posible realizar tareas
en paralelo, con lo que las jornadas de 8 horas de trabajo diarias se reparten de forma
proporcional entre los distintos recursos humanos involucrados para cada una de las tareas.

En la tabla 6.3 es posible ver la estimacion del trabajo a realizar segiin los diferentes

roles junto con el coste:
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Tabla 6.3: Estimacion de trabajo y coste.

Recurso Trabajo (horas) Coste (€)
Ingeniero en Informatica 38 522,50
Ingeniero de datos 147 2.756,25
Cientifico de datos 174 2.984,10
Total 359 6.262,85

Tal y como se aprecia en la tabla anterior, el proyecto conlleva un total de 359h de

trabajo equivalente a 44 dias laborables. Esto supone un coste total de 6.262,85 € en lo

que a recursos humanos se refiere.

En relacién a los costes materiales, se ha realizado una divisiéon consistente en: costes

hardware (equipamiento informéatico) y costes software (programas informaticos). Para cada

uno de estos costes se detalla el coste unitario, el nimero de unidades y el total. En la tabla

6.4 se pueden observar los costes hardware:

Tabla 6.4: Estimacion de costes de Hardware.

Nombre Coste unitario Unidades Coste total

Ordenador sobremesa 2.450,00 € 1 2.450,00 €
Ratén 12,00 € 1 12,00 €
Monitor 165,00 € 2 330,00 €
Servidor VPS 400,00 € 1 400,00 €
Total hardware - 5 3.192,00 €

En la tabla 6.4 se pueden observar los costes hardware y en la tabla 6.5 los costes software.

Tabla 6.5: Estimacion de costes de Software.

Nombre Coste unitario Unidades  Coste total
Licencia de Microsoft Office 579,00 € 1 579,00 €
Licencia de Microsoft Project 849,00 € 1 849,00 €
Licencia de Windows 10 116,98 € 1 116,98 €

Total Software -

3 1.544,98 €
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Destacar que, a nivel de hardware, para realizar el preprocesamiento de los tuits y aplicar
los diferentes modelos de clasificacion se utilizo en un ordenador con las siguientes carac-

teristicas: CPU Intel(R) Core(TM) i7-9700K a 3,60GHZ, 32,0GB de RAM y una tarjeta
grafica NVIDIA GeForce RTX 2080.

6.2.3. Presupuesto

Un presupuesto detallado debe contar con los recursos humanos y con los recursos ma-
teriales que se deben emplear. Se desglosan los costes en la tabla 6.6.
Para realizar una estimacion del presupuesto, se ha de tener en cuenta tanto los recursos

humanos, como los materiales empleados. El coste total estimado se muestra desglosado en

la siguiente tabla:

Tabla 6.6: Presupuesto detallado para realizar.

Tipo de coste Coste Porcentaje
Recursos humanos 6.262,85 € 56,94 %
Hardware 3.192,00 € 29,02 %
Software 1.544.98 € 14,05 %
Total 10.999,83 € 100 %

En la figura 6.1 es posible ver un grafico circular en el que se detallan los porcentajes de
gastos segin el tipo de recurso utilizado.
El coste total estimado del proyecto es de 10.999,83€, donde el mayor gasto se refleja

en los recursos humanos (56,94 %), seguido del hardware (29,02 %) y, en tltimo lugar, el

software (14,05 %).
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Estimacion de costes

Software
14%

Hardware
29%

Recursos humanos
57%

M Recursos humanos ® Hardware mSoftware

Figura 6.1: Porcentaje estimado de costes segun el tipo de recurso.
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Capitulo 7

Aportaciones cientificas realizadas

Este trabajo de fin de master ha dado lugar a una comunicacién de congreso presentada
el de 9 de junio de 2021 en el congreso “34th IEEE CBMS International Symposium on
Computer-Based Medical Systems” de forma virtual.

La comunicacion fue titulada “BERT Model-Based Approach For Detecting Categories

of Tweets in the Field of Eating Disorders (ED)” y los autores del mismo fueron:

José Alberto Benitez-Andrades

José Manuel Alija-Pérez

[safas Garcia-Rodriguez

Carmen Benavides

Hector Alaiz Moreton

Rafael Pastor-Vargas

Maria Teresa Garcia-Ordas

Se presenta la comunicacién como Anexo B en este documento.
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Anexo A

Parte del cédigo desarrollado en este
trabajo

A.1. C(Cobdigo desarrollado para el preprocesamiento de
los datos

= Codigo para cargar los datos en un dataframe:

1 import os

2 import pandas as pd

1+ datal_0 = pd.read_csv('streaming_ed-datal_0.txt', encoding='utf8',

- sep="\t", header = None, error_bad_lines=False)

s Codigo para eliminar saltos de linea y tabulaciones:

1 def pre_df(data, group):
2 data.columns =

~ ["id_tweet","date","author","text","app","id_user","followers",

3 "following","statuses","location","urls","geolocation","name",
4 "description", "url_media","type_media","quoted",'"relation",

5 "replied_id","user_replied",'"retweeted_id","user_retweeted",

6 "quoted_id","user_quoted","first_HT", "lang",

7 "created_at","verified","avatar","link"]
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data['app'] = datal'app'].astype('str') .map(lambda x:

—

x.1lstrip('via="'))

data['id_user'] = datal['id_user'].astype('str') .map(lambda x:

—

x.1lstrip('id="'))

data['followers'] = datal['followers'].astype('str') .map(lambda x:

—

x.1strip('followers="))

data['following'] = datal['following'].astype('str') .map(lambda x:

—

x.1lstrip('following="))

datal['statuses'] = datal['statuses'].astype('str') .map(lambda x:

—

x.1lstrip('statuses="'))

data['location'] = datal['location'].astype('str') .map(lambda x:

—

x.1strip('loc="))

data['stream_group'] = group

Concatenacién de los dataframes: Tras el preprocesamiento de los dataframes, se

concatenaron todos en un unico dataframe de la siguiente manera:

objs =

[datal_0, datal_1, datal_2, datal_3, data2_0, data2_1, data2_2,

— data2_3, data3_0, data3_1]

data_tot = pd.concat(

objs,

axis=0,

join="outer",

ignore_index=True,

copy=True

Codigo para reducir el espacio del dataframe:

def usageForType(df):

for ctype in

—

['float','float64','int64','int', 'object', 'datetime’, 'category']:
columnType = df.select_dtypes(include=[ctype])
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meanMemoryUsage =

columnType .memory_usage (deep=True) .mean ()

meanMemoryUsageMB = meanMemoryUsage / 1024 *x* 2

print ("Memory usage for type ",ctype , " : {:0.5f}

— MB".format (meanMemoryUsageMB))

data_tot_cl.loc[:,'id_tweet'] =

— pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:,'id_user'] =

< pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:, 'followers'] =

< pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:,'following'] =

< pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:, 'replied_id'] =

— pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:, 'retweeted_id'] =

< pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:, 'quoted_id'] =

— pd.to_numeric(data_tot_cl.loc[:,

data_tot_cl.loc[:,'user_replied'] =

< pd.to_numeric(data_tot_cl.loc[:,

'id_tweet'], errors='coerce')

'id_user'], errors='coerce')

'followers'], errors='coerce')

'following'], errors='coerce')

'replied_id'], errors='coerce')

'retweeted_id'], errors='coerce')

'quoted_id'], errors='coerce')

'user_replied'], errors='coerce')

data_tot_cl.loc[:, 'user_retweeted'] =

< pd.to_numeric(data_tot_cl.loc[:,

< errors='coerce')

data_tot_cl.loc[:, 'user_quoted'] =

< pd.to_numeric(data_tot_cl.loc[:,

'user_retweeted'],

'user_quoted'], errors='coerce')

data_tot_cl['date'] = pd.to_datetime(data_tot_cl['date'],

— errors='coerce', infer_datetime_format=True)
data_tot_cl['created_at'] = pd.to_datetime(data_tot_cl['created_at'],

— errors='coerce', infer_datetime_format=True)

for col in data_tot_cl.columns:

if "object" in str(data_tot_cl[col] .dtype):

data_tot_cl[col] = data_tot_cl[col].astype('category"')
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= Eliminaciéon de retuits: Se realizé un cruce entre las columnas id.tweet y retwee-
ted id para eliminar todos los tuits que son retuits de tuits ya existentes en el data-

frame.

1 id_tweets = set(data_tot_cl['id_tweet'].unique())
> data_tot_cl["origtweetishere"] =
— data_tot_cl['retweeted_id'] .map(lambda x : True if x in id_tweets

— else False)

= Eliminacién de tuits duplicados: se eliminaron los posibles tuits repetidos ya que,
inicialmente, se unificaron conjuntos de datos que podrian contener tuits comunes y,

ademés, filtramos solo aquellos tuits escritos en inglés.

1 data_tot_cl = data_tot_cl.drop_duplicates()

> data_tot_cl = data_tot_cl.loc["data_tot_cl['text'].duplicated()]

3 data_tot_cl = data_tot_cl.loc["data_tot_cl['id_tweet'].duplicated()]
1+ data_tot_cl = data_tot_cl.query('lang == "en"')

= Preprocesamiento de la muestra final eliminando stopwords:

1 punctuations = " '#ER& O*+, -/ ;<=>;7Q[\]~_“{[}™"

3 def read_txt(filename):

4 list = []

5 with open(filename, 'r', encoding='utf-8') as f:
6 data = f.readlines()

7 for line in data:

8 list.append(str(line) .replace('\n', ''))
9 return list

10

1 stopwords = read_txt('english_stopwords.txt')

[un

12
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stemmer = SnowballStemmer('english')

def

def

clean_accents(tweet):

tweet = re.sub(r"[3d33333]", "a", tweet)
tweet = re.sub(r'"¢", "c", tweet)

tweet = re.sub(r"[ééée]", "e", tweet)
tweet = re.sub(r"[1ifi]", "i", tweet)
tweet = re.sub(r"[66666]", "o", tweet)
tweet = re.sub(r"[uadil]", "u", tweet)
tweet = re.sub(r"[yyl", "y", tweet)

return tweet

clean_tweet (tweet, stem = False):

tweet = tweet.lower().strip()

tweet = re.sub(r'https?:\/\/\S+', '', tweet)
tweet = re.sub(r'http?:\/\/\S+', '', tweet)
tweet = re.sub(r'www?:\/\/\S+', '', tweet)
tweet = re.sub(r'\s([@#] [\w_-]+)', "", tweet)
tweet = re.sub(r"\n", " ", tweet)

tweet = clean_accents(tweet)
tweet =
- re.sub(r"\b(axha+h[hal*|o?1l+o+1+[0l] *|x+d+[x*d*]*|a*ja+[j+a+]+)\b",
- "<risas>", tweet)
for symbol in punctuations:
tweet = tweet.replace(symbol, "")
tokens = []
for token in tweet.strip().split():
if token not in punctuations and token not in stopwords:
if stem:
tokens.append (stemmer.stem(token))
else:
tokens . append (token)

return " ".join(tokens)
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a7 tweetsl['text_cleaned'] = tweets['text_orig'].apply(lambda s :
— clean_tweet(s))
s print(tweetsl['text_cleaned'] . head(5))

A.2. C(Cobdigo generado para crear los distintos modelos
predictivos

» RandomPForest:

1 punctuations = " '#ER& O*+, -/ ;<=>;7Q[\]~_“{[}™"

3 X1_train, X1_test, yl_train, yl_test = train_test_split(X, Y1,

< test_size=0.3, random_state=42)

1+ X2_train, X2_test, y2_train, y2_test = train_test_split(X, Y2,

< test_size=0.3, random_state=42)

5 X3_train, X3_test, y3_train, y3_test train_test_split(X, Y3,
— test_size=0.3, random_state=42)
6 X4_train, X4_test, y4_train, y4_test = train_test_split(X, Y4,

< test_size=0.3, random_state=42)

s from sklearn.ensemble import RandomForestClassifier

10 classifier = RandomForestClassifier(n_estimators=1000, random_state=0)

1 classifier.fit(X1_train, yl_train)

12

13 yl_pred = classifier.predict(X1_test)

14

15 from sklearn.metrics import classification_report, confusion_matrix,
— accuracy_score

16

17 print(confusion_matrix(yl_test,yl_pred))

18 print(classification_report(yl_test,yl_pred))

19 print(accuracy_score(yl_test, yl_pred))
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» Recurrent Neural Network (RNN):

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.model_selection import train_test_split
from sklearn.preprocessing import LabelEncoder

from keras.models import Model

from keras.layers import LSTM, Activation, Dense, Dropout, Input,

— Embedding

from keras.optimizers import RMSprop

from keras.preprocessing.text import Tokenizer
from keras.preprocessing import sequence

from keras.utils import to_categorical

from keras.callbacks import EarlyStopping

df = tweetsl.copy()

X = df ['text_cleaned']
Y1 = df ['f5_edpatient']
Y2 = df['f6_proed']

Y3 = df['f8_info']

Y4 = df['f9_scientific']

X1_train, X1_test, yl_train, yl_test = train_test_split(X, Y1,

— test_size=0.3, random_state=42)

X2_train, X2_test, y2_train, y2_test = train_test_split(X, Y2,

< test_size=0.3, random_state=42)

X3_train, X3_test, y3_train, y3_test = train_test_split(X, Y3,

— test_size=0.3, random_state=42)
X4_train, X4_test, y4_train, y4_test

< test_size=0.3, random_state=42)

max_words = 1000

max_len = 150
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tok = Tokenizer (num_words=max_words)

tok.fit_on

_texts(X1_train)

sequences = tok.texts_to_sequences(X1_train)

sequences_matrix = sequence.pad_sequences(sequences,maxlen=max_len)

def RNNQ):
inputs
layer
layer
layer
layer
layer
layer
layer

model

= Input(name='inputs',shape=[max_len])

= Embedding(max_words,50,input_length=max_len) (inputs)

= LSTM(100) (layer)

= Dense(256,name="'FC1"') (layer)

= Activation('relu') (layer)

= Dropout(0.1) (layer)

= Dense(1,name="'out_layer') (layer)

= Activation('sigmoid') (layer)

= Model (inputs=inputs, outputs=layer)

return model

X1_train, X1_test, yl_train, yl_test

< test_size=0.3, random_state=42)

max_words

max_len =

tok = Tokenizer (num_words=max_words)

= 1000
150

tok.fit_on_texts(X1_train)

sequences

sequences_

train_test_split(X, Y3,

= tok.texts_to_sequences(X1_train)

matrix = sequence.pad_sequences (sequences,maxlen=max_len)

model = RNN()

model . summary ()

model.compile(loss='binary_crossentropy',optimizer=RMSprop(),

metrics=["'

accuracy'])

model.fit (sequences_matrix,yl_train,batch_size=64,epochs=20,

validation_split=0.2,

callbacks=[EarlyStopping(monitor="'val_loss'

,min_delta=0.0001)1)

test_sequences = tok.texts_to_sequences(X1l_test)
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68
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11

12

13

14

15

16

19

20

21

22

test_sequences_matrix =

—» sequence.pad_sequences(test_sequences,maxlen=max_len)
accr = model.evaluate(test_sequences_matrix,yl_test)
print('Test set\n Loss: {:0.3f}\n Accuracy:

— {:0.3f}' . format(accr([0],accr[1]))

matrix = sklearn.metrics.confusion_matrix(yl_test, yl_pred)

matrix

Bi-LSTM personalizado:

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.model_selection import train_test_split
from sklearn.preprocessing import LabelEncoder

import tensorflow as tf

X1_train, X1_test, yl_train, yl_test = train_test_split(X, Y1,

— test_size=0.3, random_state=42)

VOCAB_SIZE=1000

encoder =

- tf.keras.layers.experimental .preprocessing.TextVectorization(

max_tokens=VOCAB_SIZE)

encoder.adapt (np.asarray(X1_train))

model = tf.keras.Sequential([

encoder,

tf .keras.layers.Embedding(
input_dim=len(encoder.get_vocabulary()),
output_dim=64,
# Use masking to handle the variable sequence lengths
mask_zero=True) ,

tf .keras.layers.Bidirectional (tf.keras.layers.LSTM(64)),
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24 tf .keras.layers.Dense(64, activation='relu'),

25 tf .keras.layers.Dense(1)

2 1)

27

2s model.compile(loss=tf.keras.losses.BinaryCrossentropy(from_logits=True),
29 optimizer=tf . keras.optimizers.Adam(2e-4),
30 metrics=['accuracy'])

31

32 history = model.fit(X1_train,yl_train, epochs=14,

33 validation_data=(X1_test,yl_test),
34 validation_steps=30)

35

36 test_loss, test_acc = model.evaluate(X1_test,yl_test)
37

s3s print('Test Loss: {}'.format(test_loss))

39 print('Test Accuracy: {}'.format(test_acc))

10

s matrix = sklearn.metrics.confusion_matrix(yl_test, yl_pred)

42 matrix

= Modelos BERT preentrenados:

1 import pandas as pd

2 1lmport numpy as np

4 1mport spacy

5 import nltk

¢ 1import nltk.data

7 from nltk.tokenize import word_tokenize
s from nltk.stem import SnowballStemmer

o 1import regex as re

10 1mport string

11 from collections import defaultdict

12

13 import matplotlib.pyplot as plt
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39

40

41
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44

45

46

47

import seaborn as sns

pd.set_option('display.max_colwidth', None)

import sklearn
from sklearn.model_selection import train_test_split

from sklearn.metrics import fl_score, accuracy_score

from simpletransformers.classification import ClassificationModel

import io

train_args ={"reprocess_input_data": True,
"fpl6":False,
"evaluate_during_training": False,
"evaluate_during_training_verbose":False,
"learning_rate":2e-5,
"train_batch_size":32,
"eval_batch_size":32,
"num_train_epochs": 15, 'overwrite_output_dir': True,
"evaluation_strategy":'epochs'
}
#optimizer = torch.optim.SGD(model.parameters(), lr=0.01,

< momentum=0.9)

def f1_multiclass(labels, preds):

return f1_score(labels, preds, average='micro')

def calcule_f1(df):
return(df['tp'] / @f['tp'] + 0.5 * (df['fp'] + df['fn'])))

import torch
import gc

from tqdm import tqdm
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78

dfEvall = pd.DataFrame()

indexBERT =
— ['BERT', 'RoBERTa', 'DistilBERT', 'CamemBERT', 'Albert','FlauBERT']

train_dfl = pd.DataFrame({ 'text_cleaned': X1_train, 'target':

<~ yl_train })

test_dfl = pd.DataFrame({ 'text_cleaned': X1_test, 'target': yl_test
)

N_ITER = 10

gc.collect()
torch.cuda.empty_cache()

for i in range(O,N_ITER):
modell = ClassificationModel(
"bert", "bert-base-multilingual-cased",
use_cuda = True,
args=train_args
)
modell.train_model (train_df1)
resultl, model_outputsl, wrong_predictionsl =
< modell.eval_model(test_dfil, fi=f1 multiclass,
< acc=accuracy_score)
print(resultl)
if (i<limitsave):
torch.save(modell, 'modell'+str(i)+'.pt')
del modell
gc.collect()
torch.cuda.empty_cache()
if (1==0):
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101
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dfResultsModelsl = pd.DataFrame.from_dict(resultl,
< orient="index").T
else:
dfResultsModelslb = pd.DataFrame.from_dict(resultl,
< orient="index").T
dfResultsModelsl = dfResultsModelsl.append(dfResultsModelsib)

dfResultsModelsiTrans = pd.DataFrame(dfResultsModelsl.mean(axis=0)).T
dfResultsModelsiTrans['f1'] = calcule_f1(dfResultsModelsiTrans)

dfResultsModelsTotal = dfResultsModelsiTrans.copy()
dfResultsModelsTotal.to_csv('dfResultsModelsTotal-1.csv')

dfResultsModelslgTrans =

< pd.DataFrame(dfResultsModelslg.mean(axis=0)).T
dfResultsModelsigTrans['f1'] = calcule_f1(dfResultsModelslgTrans)
dfResultsModelsTotal =

—» dfResultsModelsTotal.append(dfResultsModelslgTrans)
dfResultsModelsTotal.to_csv('dfResultsModelsTotal-1.csv')

indexBERT =
< ['BERT', 'RoBERTa', 'DistilBERT', 'CamemBERT', 'Albert', 'Flaubert']

#dfResultsModelsTotal.reindex (indexBERT)

dfResultsModelsTotal = dfResultsModelsTotal.reset_index(drop=True)
dfResultsModelsTotal.index = indexBERT

dfResultsModelsTotal

dfResultssModelsTotall = dfResultsModelsTotal.copy()

dfResultssModelsTotall
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Categories of Tweets in the Field of Eating
Disorders (ED)
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Abstract—Eating disorders (ED) are among the most
widespread mental illnesses in our society today. This research
work presents the study of deep learning models applied to
the domain of eating disorders. For this purpose, a collection
of messages from the social network Twitter was compiled
using web scraping techniques. After collecting a total amount
of 1,085,957 tweets, a subset of 2,000 tweets was manually
classified. This classification made it possible to differentiate
tweets written by people who suffer or have suffered from an ED
from those written by people who have not suffered from an ED.
After this, 6 predictive models based on Bidirectional Encoder
Representations from Transformers (BERT) were created and
a comparison was made by evaluating which model scored the
best. The best scoring model was RoBERTa using the pre-trained
roberta-base model with an accuracy of 87.5%.

Index Terms—NLP, Twitter, eating disorders, deep learning,
BERT
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I. INTRODUCTION

A large part of today’s society places great importance on
physical appearance. This fact causes many people to spend a
great deal of time and effort on improving their appearance,
especially women [1], [2]. Some of the messages sent by
magazines and the media often include ideas that induce the
purchase of products related to aesthetics and beauty, including
clothing (following certain trends), anti-wrinkle creams, and,
above all, products that help you lose weight, implying that
a slim person will be happier [3]. An example of the strong
attachment to this pairing of thinness and happiness are the
ongoing debates that have arisen and continue to arise about
people who work as models for various advertising campaigns.
In contrast, a group of the population has emerged that seems
to encourage curvy models [4], [S]. For all these reasons, part
of the population suffers from mental illnesses related to eating
disorders (ED).



ED are life-threatening diseases that are simultaneously
psychological and physical in nature [6]. Eating disorders
are characterized by a series of abnormal and harmful eating
behaviors that are accompanied and motivated by unhealthy
beliefs, perceptions and expectations regarding food, weight
and body shape [6], [7]. As a general characterization, indi-
viduals with ED tend to have difficulty accepting and feeling
good about themselves. They tend to think of themselves as
“fat” and “ugly” because of their body size and shape, even
when this self-criticism is factually inaccurate and untrue. By
identifying and defining themselves according to their per-
ceived “fatness,” people with eating disorders tend to conclude
that they are unacceptable and undesirable and, as a result,
feel quite insecure and inadequate, especially in relation to
their bodies. For them, controlling their eating behaviors is
the logical path in their quest for thinness [6], [7].

Furthermore, despite the complexity of integrating all ED
prevalence data, the most recent studies confirm that EDs
have a high prevalence worldwide, especially in women.
Furthermore, the weighted average point prevalence of ED
increased during the study period from 3.5% for the period
2000-2006 to 7.8% for the period 2013-2018. This highlights
a real challenge for public health and healthcare providers [8].

For years now, with the emergence of digital social networks
such as Twitter, Facebook and Instagram, among others, social
media have also been used as a research tool to analyze public
debates on a wide variety of topics [9]-[12]. Thanks to these
tools and to the emergence of data management and processing
strategies using artificial intelligence techniques such as text
mining, machine learning or deep learning techniques, these
tools can help analyze health care issues such as obesity,
eating disorders and derivatives from the patient’s perspective
[13]-[15]. This research is possible because social networks
promote a participatory culture that fosters the creation of
communities in which information is shared. This allows them
to be used effectively for scientific purposes. In addition,
these social media are becoming more and more popular, thus
increasing their usefulness as sources for health research [16].

According to different studies, it is possible to assure that
social media are currently one of the data sources that can
help health research. Health research that makes use of data
from social media is continuously growing and is mainly
divided into two domains: real-time collection and prediction
of diseases and collection of data generated by users and
patients on social media. Thanks to social media it is possible
to conduct observational studies that can be used to investigate
about the information shared by users on a particular topic.
Among the main existing social media platforms that are used
for health research, the most prominent are: Twitter, Instagram,
Youtube, Facebook, Reddit and other interesting blogs and
forums [9], [17], [18]. Due to its versatility and ease of data
collection and processing, Twitter is the most widely used tool
for health-related research [9]. The most researched health-
related topics are those dealing with healthcare organization,
behavioral medicine, psychiatry, neurology, infectious diseases
and oncology [19].
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Delving deeper into the studies that have been conducted on
data obtained from social media and ED, it is possible to find
research related to the detection of people for and against some
ED [20]-[22], detection of informative and non-informative
tweets [23], [24], and even the detection of communities
of people with ED [22], [25]. However, there is still the
possibility of creating predictive models using Twitter data
that provide interesting information about ED.

In this paper we propose creating four predictive models
related to eating disorders using an own dataset obtained
from the social network Twitter. To do so, we suggest the
use of a BERT (Bidirectional Encoder Representations from
Transformers) model-based approach to classify whether a
tweet has been written by someone suffering from an eating
disorder or not. Different BERT models will be studied and
the one which obtains the best results will be determined.

II. MATERIAL AND METHODS

In section A, the dataset on ED tweets is discussed. In
section B, the background of BERT (Bidirectional Encoder
Representations from Transformers) models is presented. In
section C, we discuss how BERT models work and in section
D we show the hardware and software setup used for the
experiments performed.

In Figure 1 the outline of the work carried out for this
research can be seen.

A. Collecting dataset about eating disorders

A tool called T-Hoarder [26] was used to collect the tweets.
This tool allows you to select whether you want to obtain
tweets related to certain keywords or from a specific user,
via streaming. Thanks to its ability to obtain live data, it was
possible to obtain tweets that could later be deleted.

The configuration of the collection of tweets was as follows:

« All tweets containing the following keywords were col-
lected: anorexia, anorexic, dietary disorders, inappetence,
feeding disorder, food problem, binge eating, anorectic,
eating disorders, bulimia, food issues, loss of appetite,
food issue, food hater, eat healthier, disturbed eating
habits, abnormal eating habits, abnormal eating habit,
binge-vomit syndrome, bingeing, bulimarexia, anorexic
skinny, eating healthy.
A subset of the collected tweets were manually labelled
by an expert in the field by categorising them into two
categories.

— Tweets written by a person suffering from eating

disorders.

— Tweets written by people without eating disorders
To perform this categorisation it was necessary to access
one by one each user profile that sent such a tweet.

B. Background for BERT-models

The BERT model has caused a sensation in the machine
learning community by showing the latest results in a vari-
ety of NLP (Natural Language Processing) tasks, including
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Fig. 1. Outline of the work carried out.

question answering (SQuAD v1.1), natural language inference
(MNLI), etc [27].

One of the main technical innovations added in BERT
is the application of bidirectional training of Transformer, a
popular attention model, to language modelling. Previously,
text sequences were examined from left to right or combined
left-to-right and right-to-left training. The results obtained by
[27] show that language models that are trained bidirectionally
have a deeper sense of context and language flow than one-
way language models. In addition, the researchers highlight
a novel technique called Masked LM (MLM). This technique
allows bidirectional training of models that were previously
impossible to train with the traditional method.

In the field of computer vision, the importance of transfer
learning has been repeatedly demonstrated. This learning oc-
curs after pre-training a neural network on a known task, e.g.
ImageNet, and subsequent processing to improve the model.
By using a trained neural network as a basis, a new model
with a specific purpose is achieved.

Some NLP researchers have shown that this approach can
also be used in NLP tasks. By using a pre-trained neural
network, it is possible to embed words that are then used as
features of NLP models.

C. How BERT models work

BERT models are based on an attentional mechanism that
is able to learn contextual relationships between words or sub-
words within a text. This mechanism is known as Transformer
[28] and has two mechanisms: one capable of reading an
input text known as a classifier and another one that makes a
prediction for the task known as a decoder. In this case, for
BERT models, out of the 2 that Transformer offers, only the
encoding mechanism is needed.

The main advantage of Transformer over directional models
is that, unlike the latter, the encoder reads the whole sequence
of words at once, from left to right and from right to left, not
in two different sequences. This is why BERT is considered
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bidirectional, although it would be more accurate to say that
it is non-directional. Thanks to this feature, models can learn
the context of a word based on all the words surrounding it,
not just those on either side.

When training linguistic models, one of the challenges is to
define a clear prediction target. Models that predict the next
word in a sequence with a directional approach are inherently
limited to context learning. In these cases, BERT makes use
of two approaches known as Masked LM (MLM) [29] and
Next Sentence Prediction (NSP) [30].

D. Hardware and Software used for the experiments

To perform the pre-processing of the tweets and apply the
BERT models, a Jupyter notebook, Python 3.6 was used and
run on a computer with the following characteristics: Intel(R)
Core(TM) i7-9700K CPU @ 3.60GHZ, 32.0GB RAM and an
NVIDIA GeForce RTX 2080 graphics card.

The spaCy and nltk libraries were used to pre-process the
text content.

III. EXPERIMENTS AND RESULTS
A. Data collection and pre-processing

The data were collected between October 20, 2020 and
December 26, 2020, achieving a total of 1,085,957 tweets.

A preprocessing of the data was carried out that included
the following tasks:

o Deletion of all tweets that had the same message.
Deletion of those retweets for which we did not have the
original tweet.

Deletion of tweets that were not correctly collected.
Mentions were removed.

Accents in the text as well as punctuation marks have
been removed.

Stopwords were also removed.

Following this procedure, 494,025 valid tweets were ob-
tained. This dataset is available in an open repository at the



following link: https://www.kaggle.com/jabenitez88/eating-
disorders-tweets.

After this pre-processing, a subset of 2,000 tweets was
created and tagged in the two categories mentioned above:
tweets written by people with ED and tweets written by
people without ED. The distribution of categories was 51.5%
of tweets written by people who did not have ED versus 48.5%
of people who did have ED.

B. Implementation of BERT models

ClassificationModel from the
pletransformers library (available
https://github.com/ThilinaRajapakse/simpletransformers)
was used to classify the model. This model was used sinceit
is suitable for classifying text in binary form within this
library.

The scikit-learn library was used to split the dataset using
train_test_split and also to obtain the fl score and accuracy
score metrics of the generated classification models.

The data were divided into two subsets, 70% training data
and 30% validation data.

The following training arguments were assigned:

sim-
at

« reprocess_input_data: True

o fpl6: false

« num_train_epochs: 4

Six ClassificationModels were implemented with the above-
mentioned arguments and having chosen six different model
types by making use of six pre-trained models, which are
explained in section III-C.

C. Results

Six neural networks were trained using different types
of BERT models (BERT, RoBERTa [31], DistilBERT [32],
CamemBERT [33], ALBERT [34] and FlauBERT [35]), all of
them using pre-trained models. In Table I it is possible to see
the results obtained with each of them.

TABLE I
RESULTS OF DIFFERENT BERT MODELS.
Model type | Pre-trained model B [fp [t [ fn | fI ace
BERT bert-based-multilingual-cased | 245 | 53 | 267 | 35 | 0.848 | 853%
RoBERTa roberta-base 247 | 42 | 278 | 33 | 0.868 | 87.5%
DisiIBERT | distilbert-base-cased 244 | 46 | 274 | 36 | 0.856 | 86.3%
CamemBERT | camembert-base 223 | 29 | 291 | 57 | 0.838 | 85.6%
ALBERT albert-base-v1 245 | 52 | 268 | 35 | 0.849 | 85.5%
FlauBERT flaubert_base_cased 203 | 53 | 267 | 77 | 0.757 | 78.3%

IV. DISCUSSION AND CONCLUSIONS

By means of this research, a series of messages have been
collected through the social network Twitter, all of them
related to eating disorders. The initial aim of the research
presented in this manuscript was to generate predictive models
capable of classifying tweets by determining whether they
were written by people with eating disorders or without them.

After preprocessing the data and manually labeling a subset,
this was subsequently preprocessed. Once this was done, the
data were split into training and test sets and 6 different
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BERT models were trained. Out of the trained models it was
observed that the best scoring model was the one known
as RoBERTa using the pre-trained roberta-base model (acc
= 87.5%), followed in second place by DistilBERT (acc
86.3%) and in third place by CamemBERT (acc = 85.3%).

It is observed that, despite having a data sample of 2,000
Tweets, the performance of the different BERT models applied
is quite good, which is very promising for the development
of future predictive models within the field of ED and other
mental illnesses, among others.

Future lines of research include further testing by adjusting
more hyperparameters of the models, performing classification
tests with other categories and comparing these results with
more traditional neural networks in the NLP domain.
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